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Resumo

A classificação automática de sons está presente de várias formas na sociedade. No en-
tanto, ainda há espaços para melhorias desses sistemas. Enquanto alguns classificadores
específicos obtêm índices satisfatórios de acertos, outros ainda carecem de técnicas e mé-
todos que os façam atingir desempenhos desejáveis, principalmente quando se tratam de
problemas que envolvam classes muito próximas umas das outras ou que envolvam gran-
des quantidades de classes. Existem ferramentas que são utilizadas pela comunidade que
trabalha com esse tipo de problema para auxiliar em partes do processo de elaboração
de um classificador automático de áudio. Porém, nota-se a ausência de ferramentas ou
orientações que auxiliem os desenvolvedores na seleção do algoritmo de classificação a
ser utilizado pelo classificador automático. Eles acabam realizando uma busca manual
com ferramentas, como Weka, RapidMiner, Torch ou PyBrain, que permitem a seleção de
algoritmos de classificação e seus respectivos parâmetros, para conceber um classificador
dada uma base de dados. Nesse cenário, este trabalho propôs o SAC (Search for Audio
Classification) que ao invés dessa busca manual, realiza uma busca automática. Em par-
ticular, foi adotado o método SMAC que já é utilizado na literatura para otimização de
parâmetros. Em dois grupos de experimentos realizados: um com classificação de disparos
de arma de fogo em ambientes públicos e outro com classificação de emoções nas músicas,
os resultados mostraram uma diminuição média na taxa de erro em cerca de 11,26% em
relação as taxas já registradas.

Palavras-chave: inteligência artificial; aprendizado de máquina; classificação
automática de sons; vigilância; tiro.



Abstract

Automatic classification of sounds is present in many forms in society. However, there is
marge for improvement of these systems. While some specific classifiers obtained satis-
factory rates, others still lack techniques and methods that make them achieve desirable
performance, especially when dealing with problems involving classes very close to each
other, or that involve large amounts of classes. There are tools that are used by the
community working with this type of problem. However, there isn’t a lack of tools or
guidelines to aid developers in the selection of classification algorithm to be used by
classifier. They end up doing a manual search tools like Weka, RapidMiner, Torch or
PyBrain, which allow the selection of classification algorithms and their parameters to
induce a classifier given a database. In this scenario, this paper proposes the SAC (Se-
arch for Audio Classification) that instead of this manual search, performs an automatic
search. In particular, we adopted the SMAC method was already used in the literature
for parameter optimization. In two groups of experiments, one with a rating of shooting a
firearm in public places, and one with rating of emotions in the songs, the results showed
an average decrease in error rate about 11.26% relative rates ever recorded.

Key words: artificial intelligence; machine learning; automatic classification of sounds;
surveillance; shot.
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1 Introdução

Problemas de classificação automática de áudio são clássicos na literatura. Existem

diversos tipos de abordagens e aplicações. Um exemplo é o reconhecimento de disparos

de arma de fogo que vem sendo utilizado em áreas urbanas com o objetivo de melhorar a

segurança pública.

Métodos de aprendizado de máquina são empregados nessas soluções. Pesquisadores

da área tentam melhorar cada dia mais a precisão dessas ferramentas.

Este trabalho lança uma proposta: alterar a forma de seleção do algoritmo de apren-

dizado de máquina a ser utilizado em um dado problema. A efetividade dessa solução é

colocada à prova com dois problemas que envolvem dados reais. Toda essa investigação,

reflexões e conclusões são detalhadas neste texto.

1.1 Motivação

Esta pesquisa foi fortemente influenciada por um projeto em andamento, no estado

de Pernambuco, chamado Áudio Alerta: uma solução para o áudio monitoramento em

espaços públicos.

A motivação original foi baseada em um problema específico dentro da problemática

do Áudio Alerta. Contudo, no decorrer das investigações, as fronteiras iniciais foram

sendo expandidas trazendo impactos a problemas, além daquele inicial.

Um dos principais desafios para os órgãos de segurança pública é conseguir maximizar

eficientemente a cobertura de ações de vigilância em suas jurisprudências. O que se torna

muito difícil quando levadas em consideração as grandes dimensões das áreas urbanas e

a quantidade limitada de agentes de segurança disponíveis.

Diante da inviabilidade de cobrir todas as áreas públicas com o efetivo humano dis-

ponível, nos últimos anos, um setor que ganhou destaque nessa área de atuação foi a de

vigilância eletrônica.
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Omonitoramento eletrônico, antes aplicado principalmente para cobrir áreas privadas,

vai ganhando espaço em áreas essencialmente públicas. Sendo visto como ferramenta

que pode proporcionar vários benefícios quando aplicado à segurança pública, como a

otimização de veículos e agentes em ações, uma maior agilidade do serviço, a prevenção

de delitos, a detecção de atitudes suspeitas, a identificação de suspeitos, a elucidação de

crimes, o controle do trânsito, entre outros (MELLO, 2011).

Geralmente, esses sistemas funcionam com agentes monitorando a distância por meio

de telões. Assim, tendo os acontecimentos em tempo real no raio de alcance das câmeras.

Esses operadores, ao detectarem visualmente alguma ação suspeita, entram em contato

com as equipes mais próximas da região para averiguação in loco.

(a) Câmera instalada em via pública (PER-
NAMBUCO, 2014)

(b) Central de Monitoramento (RECIFE, 2014)

Figura 1: Vídeomonitoramento de espaços públicos na cidade do Recife.

Estima-se que a Inglaterra seja um dos países que mais investe nesse tipo de recurso.

Segundo RT (2013), há no país cerca de 70000 câmeras geridas pela polícia e demais

autoridades em território britânico. Ainda pouco quando comparado às mais de 4,1

milhões de propriedade particular.

No Brasil, apesar do aparelhamento com essa finalidade ter iniciado efetivamente nos

últimos anos, algumas análises já começam a ser registradas na literatura. Como Jardwski

(2012), que faz uma análise da eficácia do uso desses sistemas na cidade de Colombo no

Paraná. Entre diversas observações, nesse estudo é apontada a redução em até 90%

em alguns tipos de ocorrências policiais nas áreas em que as câmeras foram instaladas.

Mesmo índice apresentado, também em casos específicos, por Guimarães (2007), que faz

uma análise mais crítica com vistas aos impactos nas restrições das liberdades individuais

e coletivas com a adoção desses recursos.

Contudo, como defendido por Ditton e Britain (apud RATCLIFFE, 2006), o vídeo-
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monitoramento não pode ser tratado como a panaceia da segurança pública nos centros

urbanos. Mesmo assim, sua utilidade tem se apresentado aceitável diante dos resultados

apresentados. E a partir de pesquisas, como a desenvolvida neste trabalho, essa alternativa

pode ser aprimorada para maiores ganhos da sociedade.

Apesar das vantagens, eventos suspeitos que ocorrem a poucos metros das câmeras

podem passar despercebidos, uma vez que, em geral, o monitoramento é restrito à direção

da câmera naquele momento particular. Ou seja, o equipamento pode estar dirigido para

o lado oposto ao da ocorrência, o que compromete a sua eficácia nessas circunstâncias.

Além disso, mesmo que direcionada ao evento, o operador pode não ser capaz de

identificar a irregularidade por estar distraído ou acometido por algum vício de ação

(MELLO, 2011; JARDWSKI, 2012). E em alguns casos, necessitando contar com a sorte

para perceber alguma anormalidade em momentos de baixa iluminação ou em rápidas

ações (GUIMARÃES, 2007).

Uma maneira de mitigar essas situações e melhorar a aplicabilidade destes sistemas é

a incorporação de novas direções ao processo, além da visão já explorada. Uma solução

possível é abranger também o acompanhamento do áudio dos ambientes monitorados.

Ao contrário dos olhos, os ouvidos são sensíveis a sons chegando de todas as direções,

como tal, constituem os sensores do sistema de alerta principal do ser humano, capa-

zes de detectar sinais que indiquem situações de alerta mesmo quando estão dormindo

(FAHY, 2000). O que mostra o potencial que pode ter o som também em sistemas de

monitoramento eletrônico.

No entanto, o controle manual desse sistema seria impraticável, uma vez que o controle

simultâneo de vários ambientes geraria uma miscelânea de áudios. O que não contribuiria

para evitar eventuais cenários frágeis do processo já existente.

Ao invés disso, ao detectar a ocorrência de um evento de som suspeito, o equipamento

poderia ser direcionado automaticamente para o emissor e enviar um alerta à central de

monitoramento. E é nesse sentido que surge o Áudio Alerta.

O Áudio Alerta é um produto da Daccord Music Software S.A, com incentivos da

Fundação de Amparo à Ciência e Tecnologia do Estado de Pernambuco (FACEPE) e

Financiadora de Estudos e Projetos (FINEP), que ao detectar um disparo de arma de fogo

em uma área de atuação, envia um alerta a uma central de monitoramento e direciona a

câmera instalada no local para o ponto de origem do evento.

Para isso, o sistema envolve a aplicação de uma série de conhecimentos: geolocalização,
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Figura 2: Áudio Alerta: Equipamento de captura de som e imagem.

transmissão de dados, captura de som e de imagem, codificação, tratamento de imagem,

compressão, armazenamento, etc., além da capacidade de perante um som de alto impacto,

classificar essa ocorrência como sendo ou não um tiro de arma de fogo.

Inicialmente, este trabalho foi proposto com intuito de melhorar esse sistema de clas-

sificação do Áudio Alerta. No entanto, os caminhos trilhados para isso mostraram que o

problema é mais abrangente.

O método aplicado ao Áudio Alerta não uma é exclusividade. Existem diversas aplica-

ções que recorrem ao mesmo método para desenvolvimento de classificadores de sons, como

classificação de música por gêneros (GOLUB, 2000), reconhecimento de voz (LIPPMANN,

1989), classificação do choro de crianças (SAHA et al., 2013), classificação de espécies de

animais (LEE et al., 2008) etc.

As propostas de melhorias poderiam ter impactos nos problemas de classificação au-

tomática de áudio, de forma geral, o que se tornou a grande motivação deste trabalho.

1.2 Objetivos

Os objetivos principais deste trabalho são: melhorar o desempenho de classificadores

automáticos de áudio, e; reduzir custos, como tempo e dinheiro, para concepção desses

tipos de classificadores.

No decorrer deste trabalho, será mostrado que ainda existem espaços para melhorias

em relação à corretude de muitos sistemas de classificação de áudio existentes. Assim

como a importância de estudos nesse sentido, que podem trazer impactos positivos mais
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abrangentes, como a outros tipos de classificadores, tendo em vista algumas similaridades

no desenvolvimento de um classificador de áudio com outros sistemas de classificação.

O objetivo é reduzir a taxa de erro desses classificadores de áudio prezando por alguns

requisitos básicos, como facilidade de adoção por outros pesquisadores e profissionais que

tratem desse tipo de problema.

1.3 Principais Contribuições

Uma das principais contribuições deste trabalho é a convergência de conhecimentos já

desenvolvidos, como métodos de aprendizado de máquina e de otimização de parâmetros

aplicados à melhoria de classificadores automáticos de sons.

Assim como uma proposta de quebra de paradigma dentro da área de processamento

de áudio em relação à seleção de um algoritmo de aprendizado de máquina e seus parâ-

metros para um problema dado, através da inclusão de um processo de busca automática.

1.4 Organização do Trabalho

Esta dissertação está organizada e escrita em seis capítulos de forma a facilitar o

entendimento tanto de pessoas da área de inteligência artificial quanto àquelas que nunca

tenham tido experiência anterior com o aprendizado de máquina, abrangendo também as

que por algum motivo tenham interesse em ler este trabalho.

Logo no capítulo 2 é descrito o problema que foi objeto de investigação durante a

execução deste trabalho. Como também os desafios que se imaginavam ter pela frente e

os requisitos necessários a qualquer solução que pudesse surgir.

O capítulo 3 apresenta os principais conhecimentos teóricos relacionados com o pro-

blema tratado e que fundamentam as soluções desenvolvidas neste trabalho. Conhecimen-

tos considerados necessários para compreensão das discussões levantadas, como noções de

aprendizado de máquina, classificadores automáticos e classificadores de áudio.

O capítulo 4 descreve a proposta de solução, ou seja, o caminho escolhido para ser

trilhado em busca de uma resposta para o problema levantado.

Essa proposta é avaliada através de dois grupos de experimentos com problemas reais.

Os procedimentos, resultados e discussões estão no capítulo 5.

Por fim, há as conclusões gerais do trabalho, as reflexões e sugestões de trabalhos
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futuros, tudo relatado no sexto e último capítulo desta dissertação de mestrado.
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2 O Problema

Classificação de áudio é um problema científico consagrado, abordado de diferentes

formas por engenheiros e cientistas de diversos campos do conhecimento, que encontraram

na classificação automática de áudio, além de um grande desafio, uma enorme fonte de

possibilidades para realização dos mais diversos experimentos e testes.

Herrera-Boyer et al. (2003) listam algumas situações as quais a classificação automá-

tica de sons é um recurso relevante: na biologia (por exemplo, para a identificação de

animais pertencentes a uma determinada espécie ou para catalogar recursos comunica-

tivos) (FRISTRUP; WATKINS, 1995; MILLS, 1995; POTTER et al., 1994), nos diagnósticos

médicos (por exemplo, para detecção de condições anormais de órgãos vitais) (SHIYONG

et al., 1998; BULLER; LUTMAN, 1998; SCHÖN et al., 2001), na segurança (MCLAUGHLIN et

al., 1997), em operações militares (por exemplo, para detecção de um motor inimigo se

aproximando ou para a identificação de armas) (GORMAN; SEJNOWSKI, 1988; ANTONIC;

ZAGAR, 2000; DUBNOV; TISHBY, 1997) e na descrição de conteúdo multimídia (por exem-

plo, para ajudar na classificação de cenas de vídeos ou detecção de objetos) (LIU et al.,

1998; LIENBART et al., 1999).

Vários registros de modelos para classificação automática de classes específicas de sons

já existem na literatura, como Malheiro et al. (2004), que utiliza redes neurais artificiais

(RNA) para classificação musical, Tzanetakis e Cook (2002a) que utilizam Modelos de

Misturas Gaussianas (GMM) e k-Vizinhos mais Próximos (k-NN) (AHA et al., 1991) para

classificar músicas entre gêneros, Golub (2000), que utiliza Modelo Linear Generalizado

(GLM), redes neurais do tipo Multilayer Perceptron (MLP) e k-NN para classificação de

estilos de músicas e Herrera-Boyer et al. (2003), que faz uma ampla revisão na litera-

tura com a finalidade de apresentar um modelo de classificação automática de sons de

instrumentos musicais.

Contudo, constata-se na literatura que ele continua um problema aberto. Para deter-

minadas classificações os métodos chegam a baixas taxas de erro, como alguns exemplos

citados por Herrera-Boyer et al. (2003) e Dufaux et al. (2000), mas para boa parte ainda
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há muito o que evoluir. Tornando-o um importante desafio para a ciências diante de suas

potencialidades.

2.1 Desafios

Vários fatores trazem complexidade à classificação automática de sons. Primeira-

mente, é uma habilidade rara mesmo em seres humanos, especialmente quando as classes

são próximas, como acordes, espécies de pássaros e tipos de armas de fogo. Além disso,

o conjunto domínio utilizado geralmente é formado por uma grande quantidade de exem-

plos, o que reflete no custo computacional de processamento.

Esses fatores, se não levados em consideração, podem facilmente tornar inviável qual-

quer proposta de solução para o problema.

Por outro lado, uma proposta de melhoria de classificadores de áudio pode se con-

verter, a depender de pesquisas nesse sentido, também em melhorias em diversos outros

processos que demandem sistemas de classificação automática, extrapolando os limites da

classificação de sons. Trazendo consequências positivas à área de Inteligência Artificial, à

ciência e à sociedade de forma geral.

2.2 Requisitos

É necessário estabelecer critérios que viabilizem a avaliação das soluções que possam

surgir, de forma que a qualidade esteja intimamente ligada à conformidade dos requisitos,

como definido por Crosby (1979): "qualidade é conformidade aos requisitos".

Existem diversos fatores de qualidade que podem ser utilizados para esse tipo de

análise (MEYER, 1988). No entanto, para este trabalho em particular, serão considerados,

prioritariamente, os seguintes:

• corretude — quantitativo, leva em consideração o quanto do objetivo é satisfeito.

É a capacidade de ser isento de erros ou faltas. É um fator essencial quando se

trata de processos de classificação automática. Raramente é útil um classificador

que apresente uma corretude desprezível;

• usabilidade — qualitativo, detalha a facilidade de utilização de um sistema. Diante

da variedade de profissionais de diferentes áreas que trabalham na classificação de
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sons, é desejável que uma solução possa ser de fácil utilização para uma maior

quantidade de pessoas e de problemas;

• disponibilidade de código — qualitativo, descreve se o código da solução está dispo-

nível para que outros interessados possam manipulá-lo e desenvolvê-lo caso tenham

interesse. Sendo uma área amplamente abordada, é importante que contribuições

sejam abertas para novas contribuições. Assim, pode-se ter um número maior de

pessoas contribuindo, o que reduz os custos e a duplicação de esforços.

• economicidade — quantitativo, descreve o quanto de, neste caso, recursos financeiros

são consumidos ao se adotar um sistema.

Para o problema posto, foi feito um questionamento junto à equipe do Áudio Alerta,

que identificou outros fatores importantes. Mas sua adoção depende do tipo de solução e

a viabilidade de verificação dos mesmos:

• escalabilidade — quantitativo, descreve se a solução está preparada para crescer

uniformemente, se é capaz de manter o desempenho com diferentes volumes de

informações;

• tempo de processamento — quantitativo, o tempo que a solução consome para

apresentar uma resposta;

• tempo de implementação — quantitativo, tempo estimado para modelar um pro-

blema através da solução apresentada.

Dado o tipo de problema, a qualidade de uma solução é validada principalmente

pela sua corretude. Uma vez que classificadores automáticos têm sua qualidade estimada

pelo custo associado às suas previsões (FACELI et al., 2011). Para essa mensuração, este

trabalho adota a taxa de erro, métrica detalhada na seção 3.1.2.

Diante dos resultados dessas análises poder-se-á identificar a importância e o grau de

satisfatibilidade da solução, assim como os grupos de problemas e usuários que estarão

mais bem atendidos pela proposta.
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3 Estado da Arte

O problema de classificação de áudio envolve uma série de conceitos, métodos e téc-

nicas existentes. Este capítulo apresenta os principais conhecimentos teóricos que funda-

mentam as soluções desenvolvidas neste trabalho. Conhecimentos considerados necessá-

rios para compreensão das discussões levantadas.

A organização deste capítulo pode ser descrita em três seguimentos: primeiramente

são tratados os fundamentos teóricos relacionados à classificação automática com ênfase

especial à classificação automática de áudio, em segundo, na seção 3.5, são apresentadas

ferramentas que auxiliam na aplicação desses conhecimentos, e por fim, na seção 3.6 são

abordadas algumas técnicas de buscas, que estão envolvidas com a solução proposta neste

trabalho.

3.1 Aprendizado de Máquina

Aprendizado de Máquina (AM) é um segmento extremamente importante da Inteli-

gência Artificial (IA) cujo objetivo é o desenvolvimento de técnicas computacionais sobre

o aprendizado, bem como a construção de sistemas capazes de adquirir conhecimento

automaticamente (MONARD; BARANAUSKAS, 2003; COPPIN, 2012, p. 233).

Entre várias definições na literatura, Mitchell (apud FACELI et al., 2011, p. 3), define

aprendizado de máquina como: "A capacidade de melhorar o desempenho na realização

de alguma tarefa por meio da experiência.".

algoritmo de 
aprendizado

descrição do
conceito

exemplos

conhecimento
de fundo

Figura 3: Tarefa da aprendizagem de máquina (KUBAT et al., 1998).

Uma forma de obtenção de conhecimento é através da indução, uma forma de in-

ferência lógica, considerada a mais utilizada pelo cérebro humano, que permite obter
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conclusões genéricas a partir de um conjunto particular de exemplos (MONARD; BARA-

NAUSKAS, 2003). É o chamado método de aprendizado indutivo, baseado no princípio

de que se for encontrada uma função capaz de mapear corretamente um grande conjunto

de dados de treinamento, então ela também mapeará corretamente dados não observados

anteriormente, generalizando através da experiência adquirida (COPPIN, 2012, p. 236).

Aprendizado

Indutivo

Classificação Regressão

Aprendizado

Supervisionado

Aprendizado

não

Supervisionado

Figura 4: Hierarquia do aprendizado (MONARD; BARANAUSKAS, 2003).

O aprendizado indutivo pode ser dividido em supervisionado, também chamado de

preditivo, e não - supervisionado, também conhecido como método descritivo por alguns

autores. No aprendizado supervisionado, é fornecido ao algoritmo de aprendizado ou

indutor, um conjunto de exemplos denominado conjunto de treinamento com os quais o

rótulo da classe associada é conhecido. Isto é, fornece-se instâncias em que o atributo

"classe"já está informado (MONARD; BARANAUSKAS, 2003).

Nesse caso, o objetivo do algoritmo de indução é construir um modelo que possa deter-

minar corretamente a classe de novos exemplos ainda não rotulados(MONARD; BARANAUS-

KAS, 2003). Na seção 3.1.2 será mostrado que esse processo produz ou um classificador

ou um regressor a depender do conjunto de classes trabalhada.

Tabela 1: Exemplo de conjunto de dados utilizado em processos de aprendizado de má-
quina para problemas de classificação.

Instância Atributo 1 Atributo 2 · · · Atributo n Classe
1 54 0,0 · · · 4,9 Tiro
2 34 0,1 · · · 5,7 Buzina
...

...
...

. . .
...

...
m 53 0,0 · · · 6,2 Frenagem

Já no aprendizado não-supervisionado, o indutor analisa os exemplos fornecidos sem

conhecer o atributo de saída da classe e tenta determinar se alguns deles podem ser
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agrupados, de alguma maneira, formando grupos ou clusters. Após a determinação dos

agrupamentos, normalmente, é necessária uma análise para determinar o que cada cluster

significa no contexto do problema que está sendo analisado (MONARD; BARANAUSKAS,

2003).

(a)
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(c)

Figura 5: Resultados de análises não supervisionadas, grupos resultantes diferenciados
por cores (WIKIPEDIA, 2014a).

3.1.1 Análise de dados, overfitting e compreensão dos modelos
gerados

A qualidade das informações contidas na base de dados utilizada em problemas de

aprendizado de máquina tem forte influência no desempenho das soluções geradas. Uma

base composta por instâncias pouco representativas ou com ruídos, dados inconsistentes

ou imperfeições podem provocar uma baixa taxa de acerto da ferramenta. Isto também

que ocorre quando um algoritmo indutor não captura os padrões existentes nos dados

(FACELI et al., 2011).

Em relação aos problemas relacionados ao conjunto de dados, existem técnicas de pré-

processamento que são frequentemente utilizadas para a melhoraria dessas bases com o

objetivo de eliminar ou minimizar essas situações. Há ainda a possibilidade de adaptação

das informações ao algoritmo utilizado, o que também pode levar à construção de ferra-

mentas mais fiéis à distribuição dos dados, reduzindo sua complexidade computacional e

tornar mais fáceis, bem como rápidos os ajuste de parâmetros e o posterior uso dessas

ferramentas (FACELI et al., 2011).

Algoritmos que realizam processo de treinamento ainda podem cair em um problema

de superadaptação, ou overfitting, identificado quando o modelo gerado consegue clas-

sificar corretamente todos os dados de treinamento, mas um desempenho não tão bom

ao classificar dados não observados, isto é, há a perda de generalidade (COPPIN, 2012,
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p. 245). É o caso em que o modelo praticamente memoriza as saídas do conjunto de

treinamento, restringindo sua especialidade a apenas ela.

Sobre a interpretação do modelo gerado independente do tipo de abordagem, alguns

algoritmos desenvolvem sua própria representação do conhecimento nem sempre de fácil

compreensão de leitura, como as redes neurais artificiais, os métodos matemáticos, e os

estatísticos, que tipicamente envolvem cálculos numéricos de coeficientes e pesos. En-

quanto outros objetivam a criação de estruturas de conhecimento simbólico que atende

ao princípio da compreensibilidade. Características que podem influenciar na escolha de

um algoritmo indutor (KUBAT et al., 1998).

3.1.2 Abordagens supervisionadas

Sistemas de aprendizado supervisionado aprendem ao serem apresentados a dados de

treinamento pré-classificados. Nesse caso, os algoritmos trabalham para gerar, a partir

desses dados de entrada, um modelo que se aproxime ao máximo possível das saídas

desejadas dos exemplos que compõem essa base.

Se o domínio for um conjunto de valores nominais, tem-se um problema de classificação

e o estimador gerado é um classificador. Se o domínio for um conjunto infinito e ordenado

de valores, tem-se um problema de regressão que gera um regressor (FACELI et al., 2011,

p. 54).

Matematicamente falando, podemos considerar o conjuntoD = {(x1, y1), . . . , (xn, yn)},
como sendo o conjunto treinamento, onde o algoritmo indutor terá como objetivo gerar

uma função f ′ que se aproxime ao máximo de yi para cada f ′(xi).

Dados classificados
corretamente,

D

Algoritmo de
aprendizado

supervisionado

Modelo

Classificador/
Regressor

f '

Assim, para cada nova instância: x
f'(x)=y, espera-se que y=classe de x

Figura 6: Abordagem supervisionada.

Sendo possível fazer a seguinte distinção de problemas:

• Classificação: yi = f(xi) ∈ {c1, . . . , cm}, ou seja, f(xi) assume valores em um

conjunto discreto, não ordenado;

• Regressão: yi = f(xi) ∈ R, ou seja, f(xi) assume valores em um conjunto infinito e
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ordenado de valores.

A apresentação de uma base de treinamento a diferentes algoritmos de aprendizado

de máquina pode resultar em diferentes modelos de classificação ou regressão com saídas

diferentes. Além disso, diferenças no conjunto de treinamento, variações na ordem de

apresentação dos exemplos durante o treinamento e processos internos estocásticos podem

fazer com que até o mesmo algoritmo de aprendizado de máquina encontre fronteiras

diferentes a cada novo treinamento (FACELI et al., 2011, p. 54).

A estimativa de qualidade de uma ferramenta de aprendizado supervisionado é dada

pelo custo associado às saídas do modelo f ′. Usualmente, o cálculo desse custo é dado da

seguinte forma para um conjunto com n instâncias (FACELI et al., 2011, p. 56):

• Classificação: o custo de uma classificação incorreta I(f ′(xi) 6= yi) é 1 e de uma

correta I(f ′(xi) = yi) é 0. Assim a taxa total de erro é:

erro(f ′) =
1

n

n∑
i=1

I(yi 6= f ′(xi));

• Regressão: é dado pelo erro quadrático médio,

erro(f ′) =
1

n

n∑
i=1

(f ′(xi)− yi)2.

Dessa forma, quanto menor valor de erro(f ′) melhor é o desempenho do classificador

ou regressor f ′, respectivamente.

Ainda segundo Faceli et al. (2011), o complemento da taxa de erro corresponde à taxa

de acerto ou acurácia do modelo:

acuracia(f ′) = 1− erro(f ′).

A abordagem supervisionada é amplamente utilizada para os problemas que envolvem

classificação de áudio. A justificativa é que, em se tratando de sons, normalmente é

conhecido o conjunto de classes envolvido e exemplos desses grupos, características de

aplicações de aprendizado supervisionado.

Portanto, neste texto não serão aprofundadas as demais abordagens, por considerar

que não é conhecimento essencial ao que está proposto.
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3.2 Classificadores Automáticos

Segundo o dicionário Silva e Michaelis (1998), um classificador é aquele que classifica

ou se emprega em classificar algo. O ser humano é um inerente classificador. Um exemplo é

quando, por meio de seus cinco sentidos perceptivos, ele realiza vários tipos de classificação

e em diferentes níveis com relativa facilidade como o reconhecimento do rosto de uma

pessoa, que se dá por meio de reconhecimento de padrões; quando aprende, por exemplo,

o que deve ser observado em uma fisionomia para poder identificar um rosto conhecido

após terem tido vários exemplos de rostos com identificação clara (FACELI et al., 2011).

Diante de grandes quantidades de elementos e informações a serem distribuídas em

classes e em grupos, aliados à complexidade de algumas situações, até para os seres

humanos, torna-se inviável ou mesmo impossível uma classificação manual.

Nesse sentido, recursos de Inteligência Artificial, em especial de Aprendizado de Má-

quina, se tornaram grandes aliados. Sistemas mais independentes e autônomos são pro-

jetados com o objetivo de realizar atividades de classificação em grande escala automati-

camente e sem a necessidade de supervisão de um especialista.

Em aprendizado de máquina, conforme formalizado na seção 3.1.2, um classificador

é uma função f ′ que para cada elemento de entrada xi atribui uma classe, ou rótulo,

f ′(xi) ∈ C como saída, onde C é um conjunto discreto e não ordenado.

O desenvolvimento de um classificador segue três etapas básicas: a extração de ca-

racterísticas dos objetos a serem classificados, a seleção de características que melhor

representem as classes e com isso, essas informações são fornecidas ao algoritmo de clas-

sificação que induz um classificador (HERRERA-BOYER et al., 2003). Alguns tipos desses

algoritmos de classificação serão abordados a seguir.

Extração de características Seleção de características Algoritmo de classificação

Figura 7: Etapas básicas para concepção de um classificador.

3.2.1 Principais Abordagens

Os algoritmos utilizados para conceber classificadores podem ser agrupados em pa-

radigmas que estão ligados à forma de adquirir, tratar e representar o conhecimento.

As principais abordagens em um universo de aprendizado de máquina são: simbólica,
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estatística, baseada em instâncias, conexionista e evolucionista (ou genética) (MONARD;

BARANAUSKAS, 2003).

Todas essas abordagens, umas com mais frequência que outras, são utilizadas na

classificação automática de áudio. Essa conexão será tratada na seção 3.3.

Individualmente, elas formam grandes ramos da ciência da computação com ramifica-

ções evoluídas e complexas que sua apresentação extrapolam os objetivos deste trabalho.

Portanto, serão tratadas a seguir de forma breve, assim como os principais algoritmos

de aprendizado de máquina que a seguem, que são apresentados para trazer uma melhor

compreensão das particularidades de cada abordagem.

3.2.1.1 Simbólico

Os sistemas de aprendizado simbólico buscam construir representações simbólicas

de um conceito através da análise de exemplos e contra-exemplos desse conceito. As

representações simbólicas estão tipicamente na forma de alguma expressão lógica, árvore

de decisão, regras ou rede semântica (MONARD; BARANAUSKAS, 2003).

Árvores de Decisão:

A indução de árvores de decisão é uma das formas mais simples, ainda assim mais

bem-sucedidas, de algoritmos de aprendizagem. Ela alcança uma decisão executando

uma sequência de testes. Cada nó interno corresponde a um teste do valor de uma das

propriedades e suas ramificações a partir do nó são identificadas com os valores possíveis

do teste (RUSSELL; NORVIG, 2004, p. 633).

EUA Europeu Do resto do mundo

Sim Não Comédia Ficicao Científica
Romance

País de
origem

Grande estrela Gênero

verdadeiro verdadeiro falso falso

falso

falso

Figura 8: Exemplo de árvore de decisão para determinar o sucesso ou não na bilheteria
de um filme (COPPIN, 2012).

O algoritmo de árvore de decisão mais conhecido é o ID3, que constrói uma árvore a

partir do topo. Os nós são selecionados pela escolha de atributos do conjunto de dados
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de treinamento que forneçam o máximo de informações (ganho de informação) sobre os

dados, transformando, então, essas características em perguntas. Ganho de informação é

definido como redução de entropia. Isso é o que garante ao ID3 encontrar a menor árvore

de decisão possível de classificar corretamente os dados de treinamento (COPPIN, 2012,

p. 242).

A entropia de um conjunto de dados, S, formado por exemplos positivos e negativos

de um valor objetivo, é dado pela fórmula (COPPIN, 2012, p. 243):

H(S) = −p1 log2 p1 − p0 log2 p0,

onde p1 é definido como a proporção dos dados de treinamento que inclui exemplos posi-

tivos e p0 relativo aos exemplos negativos. A entropia será zero quando todos os exemplos

estiverem concentrados em apenas um dos valores (positivo ou negativo). E assumirá o

valor de 1 quando houver 50% positivos e 50% negativos.

O cálculo da entropia total do atributo é dado pela soma das entropias de cada

subconjunto de valores possíveis para esse atributo.

Após se obter o valor total de cada atributo, o que representar a menor entropia se

torna a pergunta do nó atual da árvore. Processo que é repetido até esgotados todos os

atributos. Formando ao final uma árvore que, cada nó interno testa um atributo, cada

ramo corresponde a um valor do atributo e cada folha representa uma classe.

Logistic Model Trees (LMT)

Locgistic Model Tree (LANDWEHR et al., 2005a) é um modelo que combina conheci-

mentos de regressão logística com aprendizado via árvores de decisão.

Elas adaptam a ideia das árvores de modelo para problemas de classificação com a

diferença de usar regressão logística em vez de regressão linear. É usado um processo

de adaptação por etapas para construir os modelos logísticos de regressão nas folhas,

redefinindo incrementalmente aqueles construídos em níveis superiores da árvore.

3.2.1.2 Estatístico

A ideia geral da abordagem estatística consiste em utilizar métodos estatísticos para

encontrar uma boa aproximação do conceito induzido. Um dos métodos que se destacam

nesse tipo de abordagem é o aprendizado Bayesiano, que utilizam um método probabilís-

tico baseado no conhecimento prévio do problema, o qual é combinado com os exemplos

de treinamento para determinar a probabilidade final de uma hipótese (MONARD; BARA-
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NAUSKAS, 2003).

Redes Bayesianas

Uma forma de trabalhar com tarefas supervisionadas em aprendizado de máquina,

principalmente quando as informações disponíveis são incompletas ou imprecisas, é por

meio do uso de algoritmos baseados no método Bayesiano. Esse método assume que

a probabilidade de um evento A, que pode ser uma classe (por exemplo, um doente

apresentar um determinada doença), dado um evento B, que pode ser o conjunto de

valores dos atributos de entrada (por exemplo, ter um resultado positivo em um exame

de raios X), não depende apenas da relação entre A e B, mas também da probabilidade de

observar A independente de observar B (MITCHELL, 1997 apud MONARD; BARANAUSKAS,

2003).

O desmembramento se origina de Jain et al.; Kotsiantis et al. (apud RODRIGUES,

2012):

A probabilidade de um evento discreto A ocorrer é P (A), e dada uma variável aleatória

contínua (x) a função de densidade de probabilidade é definida como p(x). Para um vetor

de variáveis aleatórias x, a função de densidade de probabilidade é definida como p(x),

e a probabilidade condicional de A dado B é P (A|B). Para o vetor x, p(x|A) é definida

como a probabilidade condicional de x dado A.

A abordagem Bayesiana supõe que as probabilidade de cada classe P (ωi|x), definida

como:

P (ωi|x) =
p(x|ωi)P (ωi)

p(x)
,

onde:

• p(x|ωi) é a probabilidade condicional de classe;

• P (ωi) é a probabilidade a priori;

• p(x) =
∑c

j=1 P (ωj)p(x|ωj) que é a evidência;

• P (ωi|x) é a probabilidade a posteriori.

A regra de decisão de Bayes que resulta em uma mínima taxa de erro é dada como

"Decidir ωi se P (ωi|x) ≥ P (ωj|x), ∀j 6= i". Conhecendo-se as distribuições de probabili-

dades, classifica-se sempre com a classe que tem maior probabilidade de ocorrer para um

dado x, conforme:

fB(x) = argi max
ωi∈C

P (ωi|x).
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3.2.1.3 Baseado em Instâncias

Os métodos baseados em instâncias partem da filosofia básica de que se conhecendo

um exemplo em memória, ao surgir um outro similar, a classe atribuída será a mesma do

primeiro.

Esse tipo de aprendizado é conhecido como lazy learning (aprendizado preguiçoso).

Esses sistemas necessitam manter os exemplos na memória para classificar novos exem-

plos, o que pode ser uma desvantagem, dependendo da quantidade de instâncias a serem

memorizadas.

Assim, saber quais instâncias de treinamento devem ser mantidos na memória do

sistema para comparação é muito importante. O ideal é manter os mais representativos

do problema (MONARD; BARANAUSKAS, 2003).

k-Nearest Neighbors (k-NN)

O k-NN, k-vizinhos mais próximos, é um exemplo de aprendizado baseado em instân-

cias. Ele opera em situações as quais cada instância pode ser definida por um vetor de n

dimensões, onde n é o número de atributos usados para descrever cada instância e as clas-

sificações sejam valores discretos. Os dados de treinamento são armazenados e, quando

uma nova instância for encontrada, ela será então comparada aos dados de treinamento

para encontrar seus vizinhos mais próximos(COPPIN, 2012, p. 247).

Os vizinhos mais próximos são aqueles que estão mais próximos seguindo a distância

Euclidiana. O cálculo da distância entre dois elementos A = 〈a1, . . . , an〉 e B = 〈b1, . . . , bn〉
é feito da seguinte forma:

d =

√√√√ n∑
i=1

(ai − bi)2.

Ordenados os k vizinhos mais próximos da nova instância, a classificação atribuída a ela

será a classe com maior ocorrência entre eles.

?

Classe H
Classe S

k=3

k=9

Figura 9: Funcionamento de um simples k-NN, com k = 3 e k = 9.
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Note que na Figura 9 se k = 3 a nova instância "?"será rotulada como sendo da

classe H, já se k = 9, "?"será classificado como pertencente à classe S. Isso mostra a

importância do k para um classificador desse tipo.

Ao contrário da árvore de decisão, o algoritmo k-NN tem bom desempenho com dados

de entrada com ruído (COPPIN, 2012, p. 247).

Regressão Localmente Ponderada

A Regressão Localmente Ponderada usa exemplos de treinamento ponderado por sua

distância para formar uma aproximação a uma função f ′. Essa função de aproximação

pode ser uma função linear, quadrática, rede neural ou alguma outra.

Dada uma instância a classificar xq, a abordagem constrói uma aproximação f ′ usando

os vizinhos de xq. Essa aproximação é utilizada para calcular f ′(xq).

Regressão simples (F1)

Dados de treinamento

Predição utilizando Regressão Localmente Ponderada

Predição utilizando regressão 

Regressão localmente ponderada (f3)

Regressão localmente ponderada (f2)

Regressão localmente ponderada (f4)

Figura 10: Exemplo de Regressão Localmente Ponderada com regressão linear.

Uma das formas de atribuição de pesos se dá pela forma denominada tri-cube:

W (xi) =

(
1−

∣∣∣∣x− xid(x)

∣∣∣∣3)3

,

onde x consiste na posição da abscissa associada ao valor a ser suavizado, xi representa

um ponto qualquer entre os vizinhos considerados; d(x) corresponde à distância ao longo

da abscissa entre o ponto avaliado x e o vizinho mais distante (PIRES, 2012).

3.2.1.4 Conexionista

A abordagem conexionista leva em consideração também aspectos biológicos do apren-

dizado. Tenta-se reproduzir a dinâmica do cérebro humano em sistemas, por meio de redes

neurais.

Redes Neurais Artificias
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Assim como as do cérebro humano, as redes neurais artificiais (RNA) são compostas

por neurônios que são unidades de processamento simples. Mas, quando interligado a

outros em uma rede, podem gerar resultados para problemas complexos.

Nas redes artificiais, cada neurônio recebe uma série de entradas às quais é aplicada

uma função de ativação o que resulta no valor de saída do neurônio. Há uma série de

funções que podem ser utilizadas nos neurônios. Algumas das funções de ativação mais

comumente usadas estão ilustradas na Figura 11 (COPPIN, 2012).

+1

t X

Y

(a) Função degrau

+1

X

Y

(b) Função sigmoide

X

Y

(c) Função Linear

Figura 11: Três funções de ativação (COPPIN, 2012).

Ao usar a função de ativação degrau, as entradas para o neurônio são somadas após

cada uma ter sido multiplicada por seu respectivo peso e esta soma é comparada com

um limiar t. Se a soma for maior do que o limiar, o neurônio ativará e terá um nível de

ativação de +1. Caso contrário, ficará inativo com nível de ativação 0. Em algumas redes

a inativação assume o valor de −1 em vez de zero. (COPPIN, 2012)

Dessa forma, matematicamente, o comportamento do neurônio será expresso como:

X =
n∑
i=1

ωixi,

onde X é a soma ponderada das n entradas do neurônio, de x1 a xn, na qual cada

entrada xi é multiplicada pelo seu peso corresponde ωi.

Já um neurônio que use a função de ativação linear usa apenas a soma ponderada

de suas entradas como nível de ativação, enquanto os que utilizam uma função sigmoide

converte entradas na faixa de −∞ a +∞ em um nível de ativação no intervalo aberto

(0, 1).

Uma rede neural é formada por vários neurônios conectados, podendo haver mais de

uma camada de neurônios (camadas ocultas). Durante a fase de treinamento das saídas

obtidas são calculados os erros em comparação às saídas desejadas. Esses valores são
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Função de
ativação

Bias

Sinais de
entrada

Junção
aditiva

Pesos
sinápticos

Saída

Figura 12: Modelo não-linear de um neurônio (SIMON, 2001).

então utilizados para ajuste de todos os pesos da rede. Até que esse erro chegue a um

valor nulo ou abaixo de um limite pré-determinado pelo usuário ou por limite de iterações

de ajuste.

camadas intermediárias

conexões

Camada de
saída

Camada de
entrada

Figura 13: RNA em camadas.

Assim, se obtém um classificador pronto para classificar todos os novos exemplos que

são dados como entrada.

3.2.1.5 Genético

Esta abordagem é derivada do modelo evolucionário de aprendizado e possui uma

analogia direta com a Teoria da Evolução das Espécies de Charles Darwin a qual afirma

que a maior probabilidade de sobrevivência e reprodução em um meio ambiente de com-

petição de recursos pertence aos indivíduos mais fortes e mais bem adaptados. Esse é o

princípio da Seleção Natural.



23

Um classificador evolucionário consiste de uma população de elementos de classifi-

cação que competem para fazer a predição. Elementos que possuem uma performance

fraca são descartados, enquanto os elementos mais fortes proliferam, produzindo varia-

ções de si mesmos (MONARD; BARANAUSKAS, 2003). A dinâmica destes modelos herdam

propriedades genéticas como aptidão e operações como cruzamento e mutação.

Uma representação para Algoritmos Genéticos(AG) é a que foi usada por John Hol-

land: uma cadeia de bits é conhecida como um cromossomo e cada bit é conhecido como

gene. Termos ligados diretamente à genética, o que mostra a proximidade dos AG com

processos biológicos. Há ainda as populações que consistem em conjuntos de cromos-

somos que muitas vezes é considerado um indivíduo completo dentro de uma população

(COPPIN, 2012, p. 335).

3.3 Classificadores de Áudio

A classificação automática de áudio é um subconjunto dos problemas de classificação.

É uma ramificação heterogênea que envolve aplicações em vários domínios em uma área

de pesquisa própria.

Isso é 
um som 
anormal!

Isso é um 
toque de 
telefone!Classes de sons

Modelos

Reconhecimento
de Som

Detector de sons Classificador automático de sons

Detecção
de som

impulsivo

Figura 14: Visão geral de um detector e classificador de áudio (DUFAUX et al., 2000)-
modificada.

Primeiramente, é importante destacar as abordagens de classificação de áudio exis-

tentes. Geralmente, os classificadores de áudio podem seguir dois caminhos: classificar

de forma perceptiva ou classificar de forma taxonômica um som. A primeira forma

considera experimentos utilizando seres humanos ou algum sistema artificial que simule

alguns de seus processos perceptivos (HERRERA-BOYER et al., 2003).

Por outro lado, existe também a forma taxonômica que tenta encontrar entre carac-

terísticas extraídas de um elemento semelhanças comuns a grupos previamente estabele-

cidos. Nesse caso, é realizada uma classificação pela similaridade das características do

elemento com aquelas apresentadas pelos grupos.
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Assim como outros problemas de classificação, o desenvolvimento de uma ferramenta

de classificação automática de áudio é uma tarefa trabalhosa e complexa. Herrera-Boyer

et al. (2003) descreve o processo geral para obtenção de um classificador de áudio em

quatro etapas:

• Listas de características são selecionadas para descrever as amostras;

• Os valores para estas características são computados;

• Um algoritmo de aprendizagem que utiliza as características selecionadas para dis-

criminar entre as famílias de instrumentos ou classes é aplicado;

• O desempenho do processo de aprendizagem é avaliado através da classificação de

novas amostras de som (validação cruzada).

O áudio tem várias especificidades em comparação a outros objetos classificáveis. A

começar pela sua forma. O sinal de áudio é um elemento físico, ondulatório e analógico.

É classificado na Acústica, ciência que o estuda, como um fenômeno ondulatório causado

pelos mais diversos objetos e que é capaz de se propagar através dos diferentes estados

físicos das matérias.

Antes de alimentar um algoritmo de classificação com uma base de treinamento, téc-

nicas são necessárias para transformar sons em sinais digitais, para transpor de um sinal

contínuo para uma representação discreta. Dessa nova representação são extraídas os

atributos de cada exemplo, também conhecidos como características de áudio.

Um número considerável de características de áudio tem sido usado para as tarefas de

análise e recuperação de áudio baseado em conteúdo. Tradicionalmente, essas caracterís-

ticas foram classificadas em características temporais, como Zero Crossing Rate (ZCR);

caraterísticas de energia, como Short Time Energy (STE); características espectrais, por

exemplo, momentos espectrais e nivelamento espectral; características perceptivas, como

loudness, sharpness ou Coeficientes Mel Frequency Cepstral (MFCCs) (VALENZISE et al.,

2007).

Todas essas técnicas de extração de informações têm vários desmembramentos e possi-

bilidades de combinações, o que é muito explorado por pesquisadores pela sua importância

dentro do processo e influência sobre o desempenho de um classificador gerado.
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3.3.1 Coeficientes Mel Frequency Cepstral (MFCCs)

Os coeficientes Mel Frequency Cepstral (MFCCs) são exemplos de características acús-

ticas que são utilizadas para reconhecimento de voz e modelagem de música (TSOUMAKAS

et al., 2008 apud LOGAN et al., 2000). Autores como Tzanetakis e Cook (2002a) utilizam

MFCC em conjunto com outras características que podem ser extraídas do sinal para

auxiliar seus processos de classificação automática de áudio (FILHO, 2006).

MFCC é uma escala perceptual de pitches (tons) baseada na escala Mel. A escala

Mel foi proposta inicialmente por Stevens e Wolkman (STEVENS; VOLKMANN, 1940 apud

FILHO, 2006) e, assim como a escala de Decibéis, destina-se a realizar medidas do som.

No entanto, diferentemente do Decibel, que mensura taxas como força (potência) ou

intensidade do sinal, a escala Mel baseia-se na correlação psicológica entre a frequência

da nota ouvida e sua frequência fundamental, ou seja, o pitch. De maneira simples, o

pitch é a medida da resposta humana ao estímulo recebido por um som a qual representa

a relação entre a faixa de frequência em que esse som se encontra e a sua frequência

fundamental. A medida dessa distância é que define exatamente o pitch do sinal (FILHO,

2006).

Qualitativamente falando, o pitch é a percepção do quão agudo ou grave um som é

em relação ao acorde base do qual deriva (em teoria musical, o acorde base é também

conhecido como tom médio da nota). Sendo assim, um acorde é mais alto (mais agudo)

ou possui maior pitch se possuir uma alta frequência e, de modo análogo, um acorde é

mais baixo (mais grave) ou possui menor pitch se possuir uma baixa frequência (RABINER;

JUANG, 1993 apud FILHO, 2006).

Para derivar características MFCCs, o sinal de som é dividido em quadros e o espectro

de amplitude é calculado para cada quadro. Em seguida, é calculado o seu logaritmo e

convertido em escala Mel. (LOGAN et al., 2000)

3.3.2 Soluções Existentes

Os classificadores automáticos de áudio existentes podem também ser categorizados

em dois grupos: um grupo dominante formado pelos classificadores concebidos através

de uma abordagem exploratória e outro ainda recente no qual os classificadores são

desenvolvidos a partir de uma abordagem sistemática.
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3.3.2.1 Abordagem Exploratória

Esse grupo é composto em maior parte por soluções criadas para problemas específicos.

Por exemplo, quando está se desenvolvendo um problema de recomendação no qual o

objetivo é conhecer, dentre um elenco de estilos de músicas, a qual estilo um novo exemplo

pertence. Isto é, o método já é diretamente associado aos dados. As pessoas desenvolvem

métodos e algoritmos diferentes.

Nesse sentido, é possível citar alguns exemplos de classificadores, como Saha et al.

(2013), que tenta classificar o choro de crianças; Tzanetakis e Cook (2002b) que realiza

a classificação automática de músicas por gênero; Navratil et al. (2010) que classifica

explosões e tiros para a indústria militar; Lee et al. (2008) que classifica pássaros pelo sons

emitido; etc. Além de diversos produtos comerciais que, geralmente, não são registrados

por meio de trabalhos acadêmicos.

Essa abordagem é um método que acaba por ser mais exploratório, no qual cada de-

senvolvedor recorre muito a conhecimentos intuitivos no sentido de querer um classificador

para o seu problema específico.

Esse tipo de abordagem ainda é bem mais utilizada do que a abordagem sistêmica

que será tratada a seguir.

3.3.2.2 Abordagem Sistemática

Por outro lado, o outro grupo é uma exceção recente que pode ser classificado como

detentor de uma abordagem sistemática, no qual o usuário pode encaixar sua base de

dados a ferramentas existentes que auxiliam de alguma forma durante o processo, tentando

assim sistematizar a criação de um classificador de áudio.

Um exemplo é o Extractor Discovery System (EDS)(PACHET; ZILS, 2004) cujo

objetivo principal é, dada uma base de dados de sons, encontrar as melhores característi-

cas, os atributos mais representativos.

O EDS foi desenvolvido na Sony CSL e é uma abordagem baseada em heurísticas para

extrair automaticamente descritores de músicas a partir de sinais acústicos.

O sistema utiliza em alguns processos programação genética, como para construir

funções de extração com composições de operadores de processamento de sinal, como log,

variância e transformada rápida de Fourier (FFT).

Dado um banco de dados de sinais de áudio com seus valores perceptivos associados,
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Figura 15: Extractor Discovery System (EDS), (PÉREZ, 2011)

o EDS (Figura 15) é capaz de generalizar um descritor. Esse descritor é construído

através da combinação de uma pesquisa genética que objetiva encontrar características

de processamento de sinal relevantes e algoritmos de aprendizado de máquina (CABRAL

et al., 2005; CABRAL et al., 2006).

O passo final no processo de extração é escolher e induzir um modelo. O EDS dispõe de

alguns algoritmos de aprendizado de máquina (regressão linear, árvores de decisão, k-NN,

regressão ponderada localmente, redes neurais artificiais, etc.) os quais são selecionados

pelo usuário, esse podendo realizar testes e ajustes de parâmetros. Como saída, o EDS

cria um modelo que classifica um arquivo de áudio passado como argumento (CABRAL et

al., 2006).

A principal desvantagem do EDS é que não está disponível para livre utilização da

comunidade que trabalha com esse tipo de problema. É utilizada restritamente pela Sony

e suas subsidiárias. Além disso, ferramentas semelhantes não são facilmente encontradas,
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o que torna o grupo de classificadores desenvolvidos através dessa abordagem sistêmica

quase insignificante diante da dimensão do grupo formado por aqueles concebidos de forma

mais exploratória.

3.4 Meta-aprendizado

Conforme Faceli et al. (2011, p. 270), um dos principais desafios enfrentados no mo-

mento da utilização de algoritmos de aprendizado de máquina em novos conjuntos de

dados é a escolha do algoritmo mais apropriado dentro do universo de alternativas exis-

tentes. Faltam regras ou dicas que auxiliem na escolha do algoritmo mais apropriado para

um dado problema. Essa escolha geralmente ou ocorre por tentativa e erro ou é influenci-

ada pela disponibilidade do algoritmo em uma ferramenta computacional utilizada, ou por

experiências passadas do usuário ou por sugestões de especialistas em aprendizado de má-

quina. Essas abordagens, além de serem subjetivas, podem ter um custo computacional

elevado.

No cenário atual, em que não existe um único algoritmo de aprendizado de máquina

que seja sempre melhor que os demais para todos os problemas (WOLPERT, 1996 apud

FACELI et al., 2011, p. 270) (MONARD; BARANAUSKAS, 2003), o meta-aprendizado surge

como uma área que, dado um problema, estuda formas de seleção do(s) algoritmo(s) de

aprendizado mais promissor(es) por meio de acúmulo de conhecimento. Ou como defi-

nido por Giraud-Carrier et al. (apud PRUDÊNCIO; LUDERMIR, 2007), Meta-Aprendizado

é um arcabouço desenvolvido no campo de Aprendizado de Máquina com o objetivo de

selecionar algoritmos de aprendizado.

O aprendizado no meta-aprendizado se dá por meio de experiências obtidas através

de observações do desempenho de diversos algoritmos de aprendizado quando aplicados a

vários conjuntos de dados (BRAZDIL et al., 2009 apud FACELI et al., 2011, p. 271).

Esse aprendizado é transformado em ummeta-exemplo que é armazenado, gerando um

acúmulo de experiências, mais especificamente, cada meta-exemplo armazena as seguintes

informações, conforme Prudêncio e Ludermir (2007):

• as características que descrevem um dado problema (como o número de exemplos

de treinamento, número de atributos, entropia do atributo classe, ...) que possam

influenciar no desempenho de um algoritmo de aprendizado de máquina;

• informações de desempenho dos algoritmos quando aplicados ao problema (como o
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melhor algoritmo, erros obtidos, tempos de execuções, ...).

A Figura 16 representa a dinâmica de aprendizado de um sistema de meta-aprendizado.

Datasets of
examples

(A)

Meta-Feature
Generator

Meta-Knowledge
Base

Chosen Learning
Strategy

(e.g. classifier or
combination)

Performance
Evaluation

Learning Techniques:
• preprocessing
• parameter settings
• base learners

(B) (F)

(D)(C) (E)

Figura 16: Meta-aprendizado: aquisição de conhecimento (VILALTA et al., 2004).

A decisão do algoritmo ou dos algoritmos mais apropriados para um conjunto de dados

pressupõe a utilização de medidas que avaliem o desempenho dos mesmos. A princípio,

qualquer medida de desempenho empregada na avaliação dos algoritmos candidatos pode

ser adotada. Assim como combinações entre diferentes medidas. (FACELI et al., 2011).

Essas informações são utilizadas para dar origem a um sistema de recomendação

(Figura 17), que também pode ser baseado em aprendizado de máquina, em um meta-

nível, capaz de sugerir os algoritmos mais promissores para o problema de entrada. Caso

o resultado seja mais de um algoritmo, o sistema pode ainda utilizar um ranking para

ordená-los de acordo com seu desempenho perante alguma medida de avaliação (BRAZDIL

et al., 2003).

New
Dataset

(A)

Meta-Features
Meta-Knowledge

Base
(from Fig. 1)

Final Learning
Strategy

(e.g. classifier)

Recommendation:

• preprocessing
• parameter settings
•model selection
• combining base learners

Matching

(B)

(C) (D)

(F)

Figura 17: Meta-aprendizado: processo de recomendação (VILALTA et al., 2004).

Apesar das contribuições que o meta-aprendizado pode proporcionar à área de apren-

dizado de máquina, há dificuldades de se encontrar trabalhos na literatura que os relaci-
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onem com problemas de classificação automática de áudio. Assim como ferramentas dis-

poníveis que auxiliem na utilização desse conhecimento. O que torna o meta-aprendizado

um conhecimento ainda restrito à pesquisas científicas.

3.5 Ferramentas

Como visto na seção 3.2, existem etapas consideradas básicas para a elaboração de um

classificador independente do problema de classificação tratado. E como acabam sendo

tarefas recorrentes na área de Aprendizado de Máquina, é natural que existam ferramentas

para diminuir o esforço de pesquisadores da área durante esses processos.

A seguir, serão descritas algumas dessas ferramentas.

3.5.1 Weka

O WEKA (Waikato Environment for Knowledge Analysis) é uma coleção de algorit-

mos de aprendizado de máquina para tarefas de mineração de dados escritos na linguagem

de programação Java.

Ele contém ferramentas para pré-processamento de dados, classificação, regressão,

agrupamento, regras de associação e visualização. Pode ser utilizado diretamente ou

chamado dentro de um código em Java.

Foi desenvolvido por pesquisadores na Universidade de Waikato na Nova Zelândia e

utiliza licença GNU General Public License (GPL) (HALL et al., 2009), disponibilizando

seus códigos fontes em repositório público (http://www.cs.waikato.ac.nz/ml/weka/).

O WEKA (Figura 18) utiliza um formato de arquivo com extensão .arff, que arma-

zena os dados de uma maneira específica. Alguns softwares, como o MARSYAS (seção

3.5.6.1), já exportam dados diretamente para esse formato. Assim como o Weka é capaz

de importar dados em outros formatos, como .csv e .m, esse último originário do Matlab.

3.5.2 RapidMiner

O RapidMiner (Figura 19) é uma plataforma de software desenvolvido pela empresa

de mesmo nome, que fornece um ambiente integrado para a aprendizagem de máquina,

mineração de dados, mineração de texto, análise preditiva e análise de negócios. Ele

é usado para aplicações comerciais e industriais, bem como para pesquisas, educação,
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(a) Weka. (b) Weka: Pré-processamento.

(c) Weka: Seleção de algoritmo e resultados.

Figura 18: Weka.

formação, prototipagem rápida e desenvolvimento de aplicações dando suporte a todas as

etapas de processos de mineração de dados, incluindo resultados de visualização, validação

e otimização.

O núcleo da ferramenta, assim como as versões anteriores estão disponíveis através

da licença OSI-certified open source em http://rapidminer.com/. (HOFMANN; KLINKEN-

BERG, 2013 apud WIKIPEDIA, 2014b).
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Figura 19: RapidMiner.

3.5.3 PyBrain

O Pybrain (Python-Based Reinforcement Learning, Artificial Intelligence and Neural

Network Library) é uma biblioteca de aprendizado de máquina versátil para Python. Seu

objetivo é oferecer, de forma simples e fácil de usar, poderosos algoritmos para tarefas de

aprendizado de máquina, incluindo uma variedade de ambientes pré-definidos para testar

e comparar os algoritmos dos usuários.

A ferramenta é código aberto e está licenciada sob a Licença de Software BSD (SCHAUL

et al., 2010) e pode ser encontrada em http://pybrain.org/.

3.5.4 Torch

O Torch é uma estrutura de computação científica com amplo apoio para os algorit-

mos de aprendizado de máquina. Ele pode ser usado para treinar MLPs, RBFs, HMMs,

Gauss Misturas Kmeans, Misturas de especialistas, Parzen do Windows, k-NN, e pode ser

facilmente estendido para que você possa adicionar seus próprios algoritmos de aprendi-

zado de máquina. Torch é atualmente desenvolvido na Idiap Research Institute, New York
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University e NEC Laboratories America, distribuído sob a licença BSD e está disponível

em torch.ch/torch3/.

É executado em Linux, FreeBSD e MacOS X. Mas pacotes Core também funcionam

no Windows (COLLOBERT et al., 2011; MUSIC-IR, 2014).

3.5.5 Auto-WEKA

Com as ferramentas citadas nas seções anteriores é possível realizar vários testes com

diferentes algoritmos. Basicamente o usuário entra com uma base e seleciona um algoritmo

classificador e a parametrização. A partir desses dados, a ferramenta cria um classificador

com um subconjunto da base de dados (caso seja escolhido um método supervisionado),

executa o teste com a outra parte da base e retorna ao usuário informações importantes,

como acurácia, erro médio e outras medidas de desempenho. Assim como a possibilidade

de exportar o classificador gerado, caso desejado.

Apesar da chance de praticamente dispensar o usuário da tarefa de implementar um

algoritmo de classificação para conhecer o comportamento com a base de dados que detém,

ainda fica ao arbítrio do usuário a seleção do algoritmo de classificação e a respectiva

parametrização que deseja utilizar diante de um universo de inúmeras possibilidades.

O Auto-WEKA (THORNTON et al., 2012) é um exemplo de ferramenta recente que

tenta automatizar esse processo.

O Auto-WEKA visa auxiliar usuários não especializados em técnicas de aprendizado

de máquina na seleção de algoritmos de classificação. A abordagem mais simples para a

seleção de um classificador amplamente adotado entre os não-especialistas é a adoção de

um algoritmo de classificação apenas pela sua intuição ou popularidade do método, sem

qualquer consideração técnica (THORNTON et al., 2012).

Ao ser apresentado a um conjunto de dados, o sistema realiza uma otimização para

recomendar ao usuário um algoritmo de classificação com respectiva parametrização re-

lacionado ao problema, além de fornecer a estimativa da taxa de erro para o modelo

sugerido.

A base de algoritmos de aprendizado de máquina, considerada por esse sistema, é

composta por algoritmos que compõe o Weka (tratado na seção 3.5.1). No entanto, a

depender da base de treinamento, essa quantidade pode ser reduzida pelo próprio sistema,

uma vez que nem todos os algoritmos são aplicáveis a todos os conjuntos de dados.
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Para o Auto-Weka, a escolha de um algoritmo em si é considerado também a escolha

de um parâmetro. Assim o problema é reduzido à uma otimização de hiper-parâmetros. E

para tal, são utilizados dois procedimentos de otimização bayesiana: o TPE (BERGSTRA

et al., 2011 apud THORNTON et al., 2012) e o SMAC (HUTTER et al., 2011 apud THORNTON

et al., 2012).

Seleção do modelo:

Dado um conjunto A de algoritmos de aprendizado e uma quantidade limitada de da-

dos de treinamento D = {(x1, y1), . . . , (xn, yn)}, o objetivo do Auto-WEKA é determinar

o algoritmo A ∈ A que otimiza a performance em D.

Para isso, o conjunto D é dividido nos subconjuntos disjuntos de treinamento D(i)
train e

validação (ou teste) D(i)
valid.

A performance é estimada pela aplicação da função de aprendizado fi do modelo A

sob D(i)
train e avalia a performance dessa função em D(i)

valid. Isso permite escrever o problema

de seleção de modelo como:

A ∈ arg min
A∈A

1

k

k∑
i=1

L(A,D(i)
train,D

(i)
valid),

onde, L(A,D(i)
train,D

(i)
valid) é a taxa de erro alcançada por um algoritmo A quando treinado

com D(i)
train e avaliado com D(i)

valid. Usando classificação k-fold cross-validation, que divide o

conjunto de treinamento em k partes iguais e atribuí D(i)
train = D \D(i)

valid para i = 1, . . . , k.

Ao final de seu trabalho, Thornton et al. (2012) não só realiza algumas análises e com-

parações, mas também conclui que o Auto-WEKA frequentemente supera outros métodos

de seleção de algoritmos, principalmente empíricos e especialmente em grandes conjuntos

de dados.

A diferença entre o Auto-Weka e os sistemas de meta-aprendizado citados na seção

3.4 é que apesar de serem todos sistemas de recomendação, o Auto-WEKA não salva

na memória experiências acumuladas para serem levadas em consideração em futuras

recomendações. Ele apenas faz uma busca naquele instante e retorna o resultado.

3.5.6 Extração de Características de Áudio

Além das ferramentas já citadas neste trabalho, como Weka, RapidMiner, PyBrain,

Torch (seção 3.5), Auto-Weka (seção 3.5.5), EDS (seção 3.3.2.2) existem outras ferramen-

tas utilizadas pela comunidade científica e profissionais da área de aprendizado de máquina
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para auxiliar tarefas em projetos de classificação automática de áudio. O Marsyas (TZA-

NETAKIS; COOK, 2000) e o Sonic Visualiser (CANNAM et al., 2006; CANNAM et al., 2010)

são exemplos dessas ferramentas.

3.5.6.1 Marsyas

O Marsyas (Music Analysis, Retrieval and Synthesis for Audio Signals) é um fra-

mework de software não só para prototipagem rápida e experimentação com a análise

de áudio, mas também para síntese com ênfase específica em sinais de música e Music

Information Retrieval (MIR).

Ele fornece uma arquitetura geral, extensível e flexível, que permite a experimenta-

ção com algoritmos e oferece um desempenho rápido que é útil no desenvolvimento de

ferramentas de análise em tempo real de áudio. Uma variedade de blocos de construção

existentes, que formam a base da maioria dos algoritmos publicados em computação au-

ditiva, já estão disponíveis como parte do pacote, além de possibilitar pacotes adicionais.

10 sec

1 sec

MFCCs
vetor de 

característicasjanela de textura

espectrograma

waveform

Figura 20: Marsyas extração de MFCC.

A ferramenta é desenvolvida por George Tzanetakis e é distribuída sob licença GNU
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General Public License (GPL) havendo também licenças comerciais (TZANETAKIS; COOK,

2000).

A Figura 20 representa o processo de extração de MFCCs pelo Marsyas.

3.5.6.2 Sonic Visualiser

O Sonic Visualiser é definido por Cannam et al. (2010) como um aplicativo para a

extração automática, navegação e edição de descritores de áudio projetado para auxiliar

o estudo e compreensão do conteúdo de dados de áudio com particular ênfase para as

gravações musicais.

Figura 21: Sonic Visualiser.

Seu objetivo declarado é de ser "o primeiro programa que você recorre quando quer

estudar uma gravação musical em vez de simplesmente ouvi-la". Para isso, ele tem uma

interface que se assemelha a aplicativos familiares de edição de áudio, um conjunto de

instalações de visualização úteis padrão e suporte para um formato de plug-in para os

métodos de análise automatizados adicionais.

O Sonic Visualiser (Figura 21) é um Software Livre distribuído sob a GNU General

Public License (v2 ou posterior) e está disponível para Linux, Mac OS / X e Windows.

A ferramenta foi desenvolvida no Centro Música Digital no Queen Mary, Universidade
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de Londres.

3.6 Busca

Busca é definida por (LINDEN, 2008, p. 51) como o problema básico da computação.

Todo problema pode ser descrito como a tentativa de alcançar um determinado objetivo,

isto é, de chegar a um determinado estado em que uma certa condição é satisfeita. Essa

condição é chamada de estado objetivo do problema.

Estados são representações de situações possíveis para o problema assumir. Existe

um estado inicial (como começa), estados intermediários e estado final. Frequentemente,

é desejável que a sequência de estados assumidos por um problema até seu objetivo seja

o menor possível e que não consuma muitos recursos.

Uma busca pode ser formalmente representada pelo conjunto {E,A, I, O}, onde (LIN-
DEN, 2008, p. 53):

• E representa os estados que o problema pode assumir (conjunto de estados);

• A representa as ações que fazem mudar de estado (função sucessor);

• I representa o estado inicial do problema (como começa);

• O representa o(s) estado(s) objetivo(s) do problema.

Busca utiliza uma série de técnicas para solucionar grandes problemas de otimização

combinatória, que é simplesmente um problema que pode ser expresso em termos de

encontrar o melhor conjunto de valores para um grupo de variáveis (COPPIN, 2012).

Existem algoritmos para solução de problemas de busca que diante de um problema

fornecido, retornam uma solução em forma de sequência de ações para se alcançar ao

estado objetivo do problema (RUSSELL; NORVIG, 2004, p. 62). Exemplos desses algoritmos

são: busca em profundidade, busca em largura, subida da colina, custo uniforme e busca

gulosa.

3.6.1 Busca em Profundidade

Busca em profundidade é assim chamada por seguir cada caminho até a sua maior

profundidade antes de seguir para um outro caminho. Esse princípio é ilustrado na Figura

22.
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Figura 22: Dinâmica de uma busca em profundidade (COPPIN, 2012).

Tomando como base a árvore de busca disposta na Figura 22, supondo o início do

lado esquerdo para o direito, a busca em profundidade envolve descer pelo caminho mais

à esquerda na árvore até achar uma folha. Se este for um estado objetivo, a busca foi

concluída e será relatado sucesso (COPPIN, 2012, p. 66).

Se a folha não representar um estado objetivo, a busca retrocederá ao primeiro nó

anterior e que tenha um caminho ainda não explorado. No caso da Figura 22, após

explorar G, voltaria ao ponto D, que ainda há o ponto H não explorado.

Essa dinâmica é repetida até localizar o estado objetivo. É um tipo de busca exaus-

tiva, que explora todos os estados ordenados em sequência.

3.6.2 Subida da colina

Segundo Coppin (2012, p. 87) subida da colina é um exemplo de um método de

busca informado, pois ele utiliza informação sobre o espaço de busca de uma maneira

razoavelmente eficiente. Se tentar escalar uma montanha, em dia de neblina, com um

altímetro, mas sem mapa, o escalador utilizaria uma abordagem de subida da colina:

• Verifique a altura a alguns centímetros da sua posição corrente em cada direção:

norte, sul, oeste e leste;

• Tão logo encontre uma posição que tenha altura maior que a altura corrente, vá

para lá e recomece o algoritmo;

• Se todas as direções levam para lugares mais baixos que a corrente, então pare e

assuma que chegou ao topo.
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Nem sempre o teste de parada desse método é válido. Ele pode ser induzido ao erro

em espaços que tenham máximos locais. Para espaços assim, existem outros tipos de

busca melhor indicados, como simulated annealing (seção 3.6.3.1).

Figura 23: Espaço com máximos locais (COPPIN, 2012).

3.6.3 Problemas de Otimização Combinatória

Um problema de otimização combinatória é simplesmente um problema que pode ser

expresso em termos de encontrar o melhor conjunto de valores para um grupo de variáveis

discretas(COPPIN, 2012).

A tarefa de encontrar a melhor combinação de parâmetros para um algoritmo de

aprendizado de máquina dado um problema, por exemplo, é uma tarefa de otimização. A

alocação de de professores a turmas, escalonar máquinas e funcionários em fábricas, sele-

cionar melhores rotas para ônibus, e outros veículos também são problemas de otimização

combinatória (COPPIN, 2012).

Alguns métodos de busca são utilizados frequentemente para solução desses proble-

mas. São métodos também conhecidos como otimização local, pois eles tentam otimizar

um conjunto de valores, mas encontram frequentemente máximos locais em vez dos máxi-

mos globais. Eles partem de alguma configuração inicial (geralmente aleatória), fazendo

pequenas alterações até atingir um estado "otimizado"(COPPIN, 2012).

O simulated annealing e o subida da colina fazem parte desse grupo de métodos.

3.6.3.1 Simulated Annealing

Em metalurgia, annealing é o processo usado para temperar ou endurecer metais e

vidros aquecendo-os a alta temperatura e depois esfriando-os gradualmente, permitindo

assim que o material seja misturado em um estado cristalino de baixa energia (RUSSELL;

NORVIG, 2004, p. 114).
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Simulated Annealing é uma meta-heurística que é aplicada a problemas combinatoriais

multi-valorado, nos quais é necessário escolher valores para muitas variáveis a fim de

produzir um valor específico para alguma função global, dependente de todas as variáveis

do sistema (COPPIN, 2012, p. 112).

Dado um estado de busca, o Simulated Annealing realiza uma pequena alteração nesse

espaço. Caso obtenha uma melhor energia no sistema como um todo, esse novo estado

é aceito. Caso contrário é aplicado o critério de aceitação de Boltzman, calculado da

seguinte forma:

e(−dE/T ),

onde T é a temperatura corrente do sistema e dE é o ganho de energia do estado anterior

para o novo.

A partir desse valor é gerado um número aleatório x entre 0 e 1. Caso x < e(−dE/T ),

então o novo estado é aceito, caso contrário um novo estado é selecionado e novo teste

realizado.

Note que quanto maior T , maior a possibilidade de aceitação do novo estado avaliado.

E quanto mais T for próximo de 0 a probabilidade de aceitar um estado "pior"é menor.

Esse movimento estocástico permite a esse método de busca evitar ficar preso em máximos

e mínimos locais, a depender do problema.

Com as iterações, um plano de resfriamento é aplicado, o que determina o modo pelo

qual a temperatura será reduzida. Dois populares planos de resfriamento são (COPPIN,

2012, p. 113):

• Tnova = Tantiga − dT ;

• Tnova = C × Tantiga, com C < 1.

Assim como o plano de resfriamento, a escolha da temperatura inicial do sistema é

muito importante, e deve ser cuidadosamente escolhidos de acordo com a natureza do

problema a ser solucionado (COPPIN, 2012, p. 114).

Quando a temperatura, T atinge zero, o sistema congela e, dependendo do sucesso do

sistema, será identificado o estado de melhor energia para o problema levantado.
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3.6.3.2 Sequential Model-based Algorithm Configuration (SMAC)

SMACs são modelos desenvolvidos por Hutter et al. (2011) baseados em florestas ale-

atórias (BREIMAN, 2001a) que recentemente vêm sendo aplicados à seleção de parâmetros

para algoritmos de classificação.

Esses modelos geram árvores aleatórias nas quais cada nó corresponde a uma combi-

nação de parâmetros aceitável pelo problema. Uma das vantagens desse sistema é que ele

dá suporte a variados tamanhos de vetores de parâmetros, verificando em cada análise se

os parâmetros estão "ativos"para cada caso analisado, concentrando esforços apenas nos

que estiverem ativos.

O modelo funciona em busca de combinações de parâmetros que apresente progressiva

melhoria de desempenho. Para um estado substituir o atual, ele deve ter desempenho

melhor do que o estado atual.

Figura 24: SMAC software.

Uma descrição mais detalhada do SMAC pode ser encontrada no Apêndice A, no qual

consta uma transcrição parcial do autor do método.
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4 Proposta de Solução

A proposta deste trabalho é reunir alguns dos argumentos e conhecimentos citados

no capítulo 3 com o propósito de melhorar o desempenho dos classificadores automáticos

de áudio.

Propostas de melhorias para esses classificadores poderiam surgir de diferentes formas,

como: a criação de um novo algoritmo de aprendizado de máquina, o refino de soluções

existentes, a composição de modelos para gerar sistemas híbridos, etc. No entanto, este

trabalho prezou por uma solução que fosse facilmente integrada aos procedimentos já

realizados pelos desenvolvedores.

Como visto e ilustrado na seção 3.2, o processo de criação de um classificador automá-

tico tem basicamente três fases: a extração de características, a seleção de características

representativas e a execução de um algoritmo de aprendizado de máquina que induz um

modelo classificador.

Em especial, quando se tratam de classificadores para problemas de identificação de

áudio, existem ferramentas que podem tanto auxiliar na primeira etapa, como o Marsyas

e o Sonic Visualiser (seção 3.5.6) quanto na segunda fase como o Extractor Discovery

System (seção 3.3.2.2) que também dá suporte à primeira fase.

No entanto, quando chega a terceira e última fase, momento em que é selecionado um

algoritmo de aprendizado de máquina e seus parâmetros para gerar o classificador, faltam

regras ou dicas que auxiliem nessa tarefa (FACELI et al., 2011).

Mesmo diante de inúmeras possibilidades de combinações de algoritmos de apren-

dizado existentes e seus parâmetros, bem como da inexistência de um algoritmo que

apresente o melhor desempenho para todos os problemas, a seleção desses algoritmos ba-

sicamente se baseiam na popularidade ou disponibilidade do método (quando se tem um

usuário inexperiente), ou experiências passadas do usuário. (MONARD; BARANAUSKAS,

2003; FACELI et al., 2011; THORNTON et al., 2012)

Ferramentas, como Weka, RapidMiner, PyBrain e Torch, todos descritos na seção
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3.5, são conhecidas pela comunidade que trabalha problemas de classificação de áudio e

são indicadas pela International Music Information Retrieval Systems Evaluation Labo-

ratory(IMIRSEL) (IMIRSEL, 2014a). Inclusive foram utilizadas para desenvolvimento do

Áudio Alerta. Nessas ferramentas geralmente ocorre que os desenvolvedores inserem uma

base de treinamento e alternam manualmente vários tipos de algoritmos de aprendi-

zado e parâmetros até encontrarem uma combinação que retorne um classificador o qual

apresente um resultado satisfatório, adotando-o como solução para suas necessidades.

A escolha do algoritmo de classificação tem impacto direto no desempenho do clas-

sificador gerado. E é ainda maior quando o problema envolve classes que tenham carac-

terísticas semelhantes, como o disparo de arma de fogo e fogos de artifício, ou quando

envolvem grandes quantidades de classes, situações em que é difícil obter classificadores

com altas taxas de acertos.

É importante destacar que, como frequentemente os algoritmos de aprendizado de

máquina existentes aceitam valores pertencentes à R em algum de seus parâmetros, o

espaço formado por todas as combinações possíveis por um só algoritmo desse tipo já

é ilimitado. O que inviabiliza a tentativa de testar todas essas combinações em um

problema dado para se encontrar a combinação que apresente o melhor desempenho.

Dessa forma, o que está proposto neste trabalho é que seja inserido, ao processo básico

de desenvolvimento de um classificador, meios que auxiliem na escolha do algoritmo de

aprendizado de máquina e de seus respectivos parâmetros.

Descartada a possibilidade de análise uma a uma de todas as soluções possíveis, este

trabalho sugere a inclusão de uma busca inteligente ao processo seletivo de algoritmos de

classificação e seus respectivos parâmetros. Esses sistemas não necessariamente analisam

todas as soluções de um espaço de busca, e são adotados para a solução de problemas se-

melhantes na literatura. Seria a automatização de um processo que atualmente, quando

acontece, geralmente é realizado de forma manual.

Além disso, ao final de seus processos, buscas retornam sequências de soluções que fo-

ram visitadas. Isso possibilita que, em vez de recomendar apenas uma solução 〈algoritmo,

parametrização〉, seja possível ordenar uma lista das soluções mais promissoras entre as

que foram analisadas. Com isso, evita-se o risco de indicar apenas uma sugestão que

eventualmente não seja de possível implementação.

No decorrer do texto, essa proposta será referenciada como SAC (Search for Audio

Classification) (Figura 25).
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Figura 25: Proposta de solução.

É possível encontrar na literatura registros de tentativas de automatizar a definição

dos parâmetros de um algoritmo específico de aprendizado, como Hutter et al. (2011) e

outros relacionados à meta-aprendizado (seção 3.4) para seleção de modelos, como Brazdil

et al. (2003), Giraud-Carrier et al. (2004), Brazdil et al. (2009), assim como outros também

já citados neste trabalho.

Entretanto, o que se percebe é que, excluindo-se Thornton et al. (2013) que em para-

lelo vem tentando trilhar caminho parecido, mas para problemas mais gerais e em forma

de uma ferramenta, não foram encontrados durante os esforços de realização deste tra-

balho, estudos que combinassem essas necessidades em forma de busca para a solução de

problemas, em especial para aqueles que envolvessem sinais de áudio.

Para adotar um sistema de busca para essa aplicação, um dos fatores que se tem que

definir é a forma de combinar em uma só busca a definição do algoritmo de classificação

e seus parâmetros. E para isso, neste trabalho, o algoritmo de classificação também

será considerado um parâmetro de uma solução possível. Dessa forma, o problema é

reduzido a apenas otimização de parâmetros, possibilitando o aproveitamento de trabalhos

já existentes.

Neste trabalho foi adotada a técnica Sequential Model-based Algorithm Configuration

(SMAC) (HUTTER et al., 2011), descrita na seção 3.6.3.2 e Apêndice A, por avaliar que já

é disponibilizado o código para otimização de parâmetros com essa técnica. Mas poderia

ter sido adotado qualquer tipo de busca. Não sendo recomendadas buscas que tentem

explorar todos os estados possíveis ou buscas cegas, tendo em vista a alta dimensionalidade

do espaço de soluções.

Alguns experimentos foram realizados para averiguar o comportamento do proposto

SAC diante de problemas de classificação de áudio. Os procedimentos, resultados e

análises são detalhados no próximo capítulo.
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4.1 Preparação da Busca

O sistema de execução do algoritmo SAC aceita dois tipos de parâmetros: numérico e

categórico. Para um parâmetro numérico x são indicados um valor mínimo a, um máximo

b, um valor padrão (opcional) e o conjunto do qual aceita valores, se ∀x ∈ R : a ≤ x ≤ b

ou ∀x ∈ Z : a ≤ x ≤ b. No caso de um parâmetro categórico y são aceitos o conjunto de

valores do qual y ∈ {〈valor1〉, . . . , 〈valorn〉} e um valor padrão (opcional).

Além disso, é configurado um arquivo chamado Conditional Parameter Clauses que

informa em quais situações cada parâmetro é ativado. Para os experimentos, nesse arquivo

foram informadas as relações que indicavam quais parâmetros estariam ativos para cada

algoritmo de aprendizado de máquina. Assim como as conexões com os algoritmos de

aprendizado de máquina propriamente dito para estimativa de desempenho.

Os resultados são obtidos através de um arquivo log de saída constando a trajetória

percorrida até o término do processo de busca e respectivas taxas de erro médio estimadas.

4.2 Requisitos da Proposta

É possível fazer uma análise dos principais requisitos citados na seção 2.2 em relação

ao SAC. Alguns desses fatores estão implícitos na própria estrutura da solução, como a

disponibilidade de código e a usabilidade.

Em relação à disponibilidade de código, o desejo é que o método SAC esteja disponível

à maior quantidade de pessoas possíveis. Para isso, todos os recursos utilizados ficarão

disponíveis em repositórios públicos para livre utilização e aperfeiçoamento.

Como dito antes, essa é uma área que abrange profissionais de várias áreas do conhe-

cimento, como artes, medicina, computação, engenharia, estatística, biologia, etc. Base-

ado nisso, uma preocupação durante o desenvolvimento da proposta é que ela fosse algo

que pessoas de todas essas áreas conseguissem usá-la sem necessidade de conhecimentos

aprofundados em aprendizado de máquina e que fosse facilmente reutilizada em outros

problemas de classificação de sons. Assim, a proposta foi elaborada de forma a ser inte-

grada a ferramentas já utilizadas por essas pessoas como o aproveitamento da coletânea

de algoritmos de aprendizado de máquina disponível em ferramentas como as citada na

seção 3.5.

Já a corretude da solução será aferida através dos experimentos e serão destacadas

nos seus respectivos resultados, levando em consideração a estimativa de erro de cada
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classificador obtido.

Da mesma forma a economicidade da proposta será debatida em uma seção específica

(5.4.1) deste trabalho.
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5 Avaliação

A proposta de solução para o problema levantada no capítulo anterior foi testada em

experimentos que envolvessem problemas reais de classificação automática de áudio. A

descrição, análise e discussão desses experimentos estão detalhados neste capítulo.

5.1 Metodologia

A hipótese a ser avaliada afirma que é possível melhorar o desempenho de classi-

ficadores automáticos de áudio por meio da realização de uma busca automática para

seleção do algoritmo de classificação e dos respectivos parâmetros a serem utilizados para

desenvolver esses classificadores.

Para isso, foram realizados experimentos controlados com dois problemas reais dis-

tintos: o reconhecimento automático de disparos de armas de fogo e a classificação de

emoções contidas nas músicas. No decorrer do texto, esses ensaios serão tratados como

experimento 1 e experimento 2, respectivamente.

A escolha desses problemas foi influenciada por três fatores: ter envolvimento com uma

situação real; ter disponíveis as bases de dados relacionadas; e já existir classificadores

para o problema, de forma que a definição do algoritmo adotado tenha sido por meio

de seleção manual (exploratória), sem um procedimento automático (sistemático) como

proposto na hipótese deste trabalho.

Não se espera que com apenas esses dois experimentos se possa provar que haverá

melhoria para todo problema de classificação de áudio. Espera-se ter apenas um indício

da efetividade da solução SAC.

Além do Áudio Alerta, foram buscadas outras bases de dados de domínios diferentes,

com dificuldades de classificação diferente, de forma a realizar testes mais abrangentes da

hipótese, como reconhecimento de voz, e desafios lançados no Music Information Retrieval

Evaluation eXchange (MIREX) (IMIRSEL, 2014b), evento anual da comunidade internaci-
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onal de avaliação de sistemas de recuperação de informação musical. No entanto, questões

de tempo limitaram a apenas mais um experimento. Mas as ferramentas e métodos ficam

disponíveis para que pesquisadores possam realizar estudos e inferências complementares

em https://code.google.com/p/sac-thesis-2014/.

Para avaliação da capacidade de generalização dos classificadores gerados foi utilizada

a técnica Validação Cruzada (r-fold cross-validation) com r=10. Segundo Kohavi (1995b),

esse é o melhor método de amostragem de dados a ser usado para a seleção de um modelo.

Kohavi (1995b) chega a essa conclusão após revisar métodos de estimativa de precisão

e realizar comparações entre dois mais comuns na literatura: cross-validation e bootstrap.

Para isso foram realizados mais de meio milhão de experimentos comparativos gerando

classificadores com árvores de decisão e redes baysianas. Mesmo em situações em que

o poder computacional viabilizava a utilização em mais folds (dobras) amostragens em

10-folds apresentaram melhores resultados.

O método de validação cruzada (Figura 26) funciona da seguinte forma (FACELI et al.,

2011):

1. um conjunto de exemplos é dividido em r subconjuntos de tamanho aproximada-

mente igual;

2. os objetos de r − 1 partições são utilizados no treinamento de um algoritmo de

classificação;

3. o classificador gerado é testado sobre os elementos da partição que não foi utilizada

no treinamento;

4. os processos 2 e 3 são repetidos r vezes, utilizando em cada ciclo uma partição

diferente para teste no passo 3;

5. O desempenho final do classificador é dado pela média do desempenho observado

para cada subconjunto de teste.

Esse método foi o mesmo utilizado para desenvolvimento dos classificadores que já

existiam para os problema de classificação abordados nos experimentos 1 e 2. Como a in-

tenção nos experimentos é criar novos classificadores por meio dos mesmos procedimentos

da elaboração dos anteriores, alterando-se apenas a etapa de seleção do algoritmo clas-

sificador e seus parâmetros para uma análise comparativa dos desempenhos, foi decidido

manter também o tipo de amostragem.
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Figura 26: Validação cruzada.

As buscas foram realizadas em um espaço formado por 32 subespaços. Para cada

algoritmo de aprendizado (os principais estão listados na Tabela 2) foi formado um su-

bespaço com todas combinações possíveis dele com seus parâmetros. Como muitos desses

algoritmos adotam em ao menos um parâmetro valores pertencente à R, esses espaços

formaram um espaço ilimitado de soluções.

Tabela 2: Principais métodos que compõem o espaço de busca dos experimentos.

Algoritmo
Árvore de Decisão - C.45 (QUINLAN, 1993)
PART Decision List (FRANK; WITTEN, 1998)

Simple Decision Table Majority (KOHAVI, 1995a)
k Vizinhos mais próximos (kNN) (AHA et al., 1991)

Regressão Localmente Ponderada (LWL) (ATKESON et al., 1996)
Multinomial Logistic Regression (CESSIE; HOUWELINGEN, 1992)

Redes Neurais Artificiais - Multilayer Perceptron
Voted Perceptron (FREUND; SCHAPIRE, 1998)

Redes Baysianas/Naive Bayes (JOHN; LANGLEY, 1995)
Redes Baysianas/Naive Bayes Multinominal (MCCALLUM; NIGAM, 1998)

Floresta de Decisão - Random Subspace Method(HO, 1998)
K* (CLEARY; TRIGG, 1995)

Florestas de Decisão construídas com Random Subspace Method (HO, 1998)
Florestas Aleatórias (BREIMAN, 2001b)

Máquina de vetores de suporte (SVM) com Sequential Minimal Optimization(PLATT, 1998)
Logistic Model Trees (LMT)(LANDWEHR et al., 2005b)

Repeated Incremental Pruning to Produce Error Reduction (RIPPER) (COHEN, 1995)
1R (HOLTE, 1993)

Adaboost M1 (FREUND; SCHAPIRE, 1996)
Bagging (BREIMAN, 1996)

Regression Methods (FRANK et al., 1998)
Stacking (WOLPERT, 1992)
Vote (KITTLER et al., 1998)

A corretude de cada solução é mensurada por meio da taxa de classificações incorretas

apresentada pelo classificador gerado fS em uma base de dados com n instâncias, métrica



50

usualmente adotada para esse tipo de avaliação, como visto na seção 3.1.2:

erro(fS) =
1

n

n∑
i=1

I(yi 6= fS(xi)).

Quanto menor o erro, melhor será considerada a solução formada pelo vetor 〈algoritmo

classificador, sequência de parâmetros〉.

Após iniciado, os sistemas de buscas têm critérios que indicam o momento de inter-

romper sua execução. Em métodos definidos como ótimos, aqueles que são capazes de

sempre retornar a melhor solução de todas possíveis, o critério de parada é apenas um:

quando identificada essa solução ótima.

Diante das inúmeras possibilidades de soluções para o espaço de busca formado por

algoritmos de classificação e seus parâmetros, seria inviável aguardar o sistema de busca

analisar todas as soluções possíveis e indicar a solução ótima para qualquer problema de

classificação de áudio.

No entanto um estado ideal, caracterizado por uma solução que apresente uma estima-

tiva de erro(fS) = 0, eventualmente pode ser localizado pelo processo de busca para um

problema específico, sem a necessidade de análise de todas as soluções no espaço de busca.

"Eventualmente"porque esse estado ideal ainda não deve existir para muitos problemas

de classificação, considerando o atual estado da arte. Mas por ser possível, compõe o

primeiro critério de parada do processo de busca proposto neste trabalho.

Como o primeiro critério de busca nem sempre é atendido, foi necessário estabelecer

um segundo critério que leva em consideração o tempo de processamento. Esse valor é

informado pelo usuário. Em particular, para este trabalho foi estabelecido inicialmente

12 horas de processamento contínuo, em alguns casos, esse período foi ampliado. Pela

ausência de relatos na literatura, esse tempo máximo foi estimado levando em consideração

apenas a disponibilidade de tempo para realização dos experimentos pelo autor, carecendo

de uma investigação maior.

5.2 Experimento 1: Áudio Alerta

O Áudio Alerta é uma solução desenvolvia pela Daccord Music Software S.A. que

integra monitoramento de áudio aos sistemas de vídeo segurança com o objetivo de moni-

torar áreas urbanas. Uma das suas principais funções é, ao detectar um disparo de arma

de fogo dentro de seu raio de cobertura, enviar um aviso à central de monitoramento ao
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mesmo tempo que rotaciona a câmera local para a direção do ocorrido.

Esse sistema envolve a aplicação de uma série de conhecimentos: geolocalização, trans-

missão de dados, captura de som e de imagem, codificação, tratamento de imagem, com-

pressão, armazenamento, etc. Mas uma dessas funções se destaca quando levado em

consideração a abordagem deste trabalho: a capacidade de, diante de um som de alto

impacto, classificá-lo como sendo som ou não de tiro de arma de fogo.

É sobre esse típico problema de classificação automática de áudio que foi realizado

o primeiro experimento deste trabalho. Mais que isso, o Áudio Alerta foi um grande

motivador durante toda essa investigação.

5.2.1 Descrição da base de dados

A classificação automática de disparos de armas de fogo é abordada na literatura por

Valenzise et al. (2007) e Gerosa et al. (2007), que utilizam bases de dados compostas por

coeficientes MFCC para gerar classificadores capazes de diferenciar um tiro de outro som

qualquer.

O Áudio Alerta também assume valores de coeficientes MFCC como atributos. Uma

base nesse formato foi disponibilizada para a realização dos experimentos deste trabalho.

Essa base é composta por exemplos de áudios comuns aos ambientes urbanos, como

fogos, buzinas, frenagens, alarmes, latidos, chuva, palmas, sirenes, aviões, helicópteros,

espirros, tiros de diferentes calibres e munições, etc. Cada instância é descrita em 42

atributos e uma classe.

Figura 27: Experimento 1 – tipos de sons que compõem a base de dados.
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5.2.2 Resultados Obtidos

Este experimento foi subdividido em três problemas com diferentes números de classes:

2, 4 e 49. Considerada a mesma base de dados, quanto maior o número de classes, mais

específica e mais complexa é a classificação. Por exemplo, no de duas classes só foi

considerado se o som analisado era tiro de arma de fogo ou não. Já no experimento com

49 classes tinha que ser identificado também o calibre e a munição utilizada para provocar

aquele som.

5.2.2.1 Problema com duas classes

Para a primeira parte deste experimento experimento, foram selecionadas 4318 ins-

tâncias de um total de 17066 de forma que a amostra ficasse balanceada com mesma

quantidade de ocorrências negativas (0) e positivas (1) de disparos de arma de fogo.

Neste primeiro experimento, a busca realizada expandiu quinze possíveis soluções

entre três algoritmos de aprendizado de máquina diferentes. Dessas, as cinco que apre-

sentaram menor taxa de erro estão mostradas na Tabela 3.

Tabela 3: Experimento 1.1 – resultados obtidos com o SAC para o Áudio Alerta com 2
classes.

Quantidade de Classes Algoritmo Sugerido Taxa de Erro (%)
2 Regressão Localmente Ponderada (LWL) 2.98
2 Regressão Localmente Ponderada (LWL) 3.06
2 Regressão Localmente Ponderada (LWL) 3.17
2 Logistic Model Trees (LMT) 4.31
2 Logistic Model Trees (LMT) 4.32

Verifica-se que no ranking final houve a repetição de algoritmos de aprendizado de

máquina. Mas com taxas de erro diferentes.

Essa diferença entre resultados para os mesmos algoritmos se dá pela variação dos

parâmetros desses métodos, ocasionando a criação de classificadores diferentes e que,

neste caso, apresentam rendimentos distintos.

Como existem algoritmos que utilizam algum tipo de operação estocástica em seus

processos internos, ainda que em situações as quais se repita um mesmo algoritmo de

classificação, com os mesmos parâmetros e mesmos exemplos de dados, é possível que se

obtenham classificadores diferentes (FACELI et al., 2011).

Considerando o tipo de problema investigado neste experimento, é importante fazer
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uma análise sobre a taxa de falso-negativos apresentada nos resultados. Para o Áudio

Alerta, uma ocorrência de falso-negativo é registrada quando um som verdadeiramente

de tiro (1) é classificada como negativa (0) pelo classificador.

Para um sistema de vigilância não é interessante a ocorrência de falsos-negativos.

Nesse caso específico, é menos custoso a ocorrência de um falso-positivo, um alarme falso.

Por exemplo, um tiro não detectado pode deixar passar a oportunidade de identificar

o autor de um crime. Por outro lado, a detecção de um som falso-positivo pode ser

rapidamente verificado por um agente na central de monitoramento e ignorado.

Neste experimento, o resultado mais promissor apresentou uma taxa de falso-negativo

de 1, 25%.

Tabela 4: Experimento 1.1 – matriz de confusão.

Positivo Negativo
Positivo 2132 102
Negativo 27 2057

A parametrização da Regressão Localmente Ponderada que apresentou menor erro

é formada por uma função logística aplicada localmente aos 60 vizinhos mais próximos,

calculados pela distância euclidiana, e com atribuição de pesos na forma tri-cube.
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Figura 28: Experimento 1 – curva ROC.

5.2.2.2 Problema com quatro classes

Em uma segunda parte foram utilizadas quatro classes considerando as 17066 instân-

cias da base de dados:

1. positivo: pequeno calibre (revólveres);



54

2. positivo: calibre intermediário (pistolas);

3. positivo: grosso calibre (espingardas, fuzis, metralhadoras e submetralhadoras);

4. negativo (frenagens, fogos, etc).

Com essa distribuição de classes o SAC indicou como mais promissor o algoritmo

de Regressão Localmente Ponderada (LWL) novamente. Porém, com uma sequência de

parâmetros diferente da proposta no experimento com apenas duas classes (seção 5.2.2.1).

Dessa vez, a parametrização é composta por uma rede neural artificial do tipo mul-

tilayer perceptron, com uma camada oculta, e taxa de aprendizado 0.98 aplicada aos 30

vizinhos mais próximos.

Com essa configuração a taxa registrada de classificações erradas foi de 3.95%.

Tabela 5: Experimento 1.2: resultados obtidos com o SAC para o Áudio Alerta com 4
classes.

Quantidade de Classes Algoritmo Sugerido Taxa de Erro (%)
4 Regressão Localmente Ponderada (LWL) 3.95

5.2.2.3 Problema com 49 classes

Em um terceiro momento foram utilizadas classes ainda mais específicas, 49 classes

ilustradas na Figura 27, também utilizando a totalidade de exemplos da base de dados.

Nesse cenário, o SAC apresentou taxa de erro de 34,19% com o algoritmo de apren-

dizado do tipo Florestas Aleatórias com seis árvores após 12 horas de processamento.

Nesse caso, foi dado continuidade no experimento por mais 140 horas consecutivos,

totalizando 152 horas de processamento. Após esse período o SAC apresentou novo resul-

tado com 26,81% de taxa de erro com Regressão Localmente Ponderada (LWL) aplicada

um árvore de decisão aos 10 vizinhos mais próximos.

Tabela 6: Experimento 1.3: resultados obtidos com o SAC para o Áudio Alerta com 49
classes.

Processamento (h) n. de Classes Algoritmo Sugerido Taxa de Erro (%)
12 49 Floresta Aleatória 34.19
152 49 Regressão Localmente Ponderada (LWL) 26.81
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5.2.3 Discussão dos Resultados

O Áudio Alerta é um produto já em comercialização pela Daccord Music S.A. Por-

tanto, existe um classificador rodando nos aparelhos que estão em funcionamento. Para

efeito de análise do desempenho do SAC no experimento 1, foi aplicado a mesma base de

dados ao algoritmo 3-NN em utilização no sistema comercializado. A Tabela 7 apresenta

esses dados comparativos.

Tabela 7: Comparação dos erros: Áudio Alerta original vs SAC.

Quantidade de Classes Áudio Alerta original(%) SAC (%) Redução (%)
2 3.57 2.98 16,53
4 5.10 3.95 22,55
49 25.91 26.81 -3,47

Nota-se que o SAC em sua busca automática limitada por tempo de processamento

apresentou resultados superiores em 2/3 dos problemas trabalhados no experimento 1

quando comparado ao sistema original do Áudio Alerta desenvolvido por especialistas da

área de classificação automática de sons.

Uma análise da taxa de falso-negativo do problema de duas classes também foi rea-

lizada. Nesse aspecto o SAC apresentou uma redução de 25,15% da ocorrência de falso-

negativos.

Tabela 8: Matriz de confusão algoritmo original do Áudio Alerta para o problema de duas
classes.

Positivo Negativo
Positivo 2123 118
Negativo 36 2041

5.3 Experimento 2: Classificação de Emoções em Mú-
sicas

Os seres humanos, por natureza, são emocionalmente afetados pela música. Como fala

a famosa citação do filósofo-alemão Friedrich Nietzsche: "Sem música, a vida seria um

erro". Como os bancos de dados de música crescem em tamanho e número, a recuperação

de música pela emoção está se tornando uma tarefa importante para diversas aplicações,

tais como a seleção em dispositivos móveis (TOLOS et al., 2005), sistemas de recomendação

de música (CAI et al., 2007), rádio e TV, musicoterapia, etc (TSOUMAKAS et al., 2008).
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Nesse sentido, existem na literatura trabalhos que buscam realizar a classificação

automática das emoções contidas nas músicas, como Lu et al. (2006), Yang et al. (2006),

Yang et al. (2008) que trabalham com uma classe de emoções e Li e Ogihara (2003),

Wieczorkowska et al. (2006), Li e Ogihara (2006) e Lu et al. (2006) que fazem uma

abordagem por meio de classificação multi-rótulo.

Há também Tsoumakas et al. (2008), que apesar de trabalhar uma classificação simul-

tânea das músicas em várias classes de emoções, também apresenta dados de desempenho

para cada classe individual (Tabela 11) e, igualmente, disponibiliza a base de dados uti-

lizada. A mesma empregada neste segundo experimento.

Essa base é composta por 593 instâncias, cada uma com 72 atributos ritmos e de

timbre que representam janelas de músicas de 30 segundos após os 30 segundos iniciais

da canção. Todos extraídos com auxílio do Marsyas (seção 3.5.6.1).

Os 72 atributos são compostos da seguinte forma:

• 64 equivalem às médias, desvio padrão, média do desvio padrão e o desvio padrão

do desvio padrão: de 13 coeficientes MFCCs, 1 centroide espectral, 1 atenuação

espectral e 1 fluxo espectral ((13×MFCC + 3× FFT )× 4 = 64);

• 8 equivalem às seguintes características retiradas dos dois maiores picos selecionados

por histograma: amplitude, beats por minuto (BPM), relação high-to-low de suas

BPM, além de três recursos calculados pela soma dos bins do histograma entre

40-90, 90-140 e 140-250 BPMs respectivamente.

As classes envolvidas, em livre tradução1, baseadas no modelo de Tellegen-Watson-

Clark de humor (Figura 29), são: surpresa, felicidade, calma, quietude, tristeza, raiva.

Essas classes serão tratadas como: L1, L2, L3, L4, L5 e L6 respectivamente. E seus

exemplos na base de dados não formam necessariamente conjuntos disjuntos em relação

às classes, pois um exemplo pode pertencer a mais de uma classe.

5.3.1 Resultados Obtidos

Neste segundo experimento, os algoritmos de aprendizado mais promissores obtidos

por meio do SAC estão registrados na Tabela 10 com suas respectivas taxas de erro.
1Termos originais em Tsoumakas et al. (2008): amazed-surprised, happy-pleased, relaxing-calm, quiet-

still, sad-lonely, angry-fearful.
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Tabela 9: Experimento 2 – classes do experimento.

Classe Algoritmo Classificador Exemplos
L1 surpresa 173
L2 felicidade 166
L3 calma 264
L4 quietude 148
L5 tristeza 168
L6 raiva 189
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Figura 29: Modelo de Tellegen-Watson-Clark de humor tirado de Galinha e Pais-Ribeiro
(2005) com modificações.

5.3.2 Discussão dos Resultados

Para avaliar o desempenho do Experimento 2 e fundamentar essa discussão, mais

uma vez foram resgatados trabalhos científicos anteriores que utilizaram a mesma base de

dados para o problema de classificação dos sentimentos em músicas.

Para isso, tentou-se reproduzir as mesmas condições do trabalho de Tsoumakas et al.

(2008) para se possibilitar uma posterior análise comparativa com seus resultados. Como

nos resultados desse trabalho original o desempenho dos classificadores foram mensurados

por meio da acurácia, foram adaptados também os resultados finais do experimento 2,
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Tabela 10: Experimento 2 – SAC: resultados por classe.

Classe Algoritmo Classificador Horas de Processamento Taxa de Erro (%)
L1 Logistic Model Trees (LMT) 12 18.16
L2 14-NN 12 23.76
L3 Florestas Aleatórias 12 17.15
L4 Random Subspace Method 12 7.92
L5 Random Subspace Method 12 14.58
L6 Simple Logistic 209 16.62

sendo registrados na Tabela 12.

Para uma fidelidade maior da comparação de resultados, deveria-se reproduzir tam-

bém os algoritmos do trabalho original como foi feito no caso do Áudio Alerta (Experi-

mento 1 - seção 5.2). Mas isso não foi possível por ausência de informações necessárias

para essa reprodução, como por exemplo, os parâmetros para cada algoritmo de apren-

dizado de máquina utilizado. Portanto, foram assumidos os resultados registrados pelo

autor em seu trabalho para quatro algoritmos de classificação multirótulos diferentes: re-

levância binária (BR), label powerset (LP), random k-labelsets (RAKEL) e multi-classe

kNN.

Tabela 11: Taxa de erro (%) por classe para cada algoritmo testado por Tsoumakas et al.
(2008).

Classe BR LP RAKEL MLkNN Média
L1 21.00 20.94 20.18 25.54 21.92
L2 28,85 26.20 24.13 28.05 26.81
L3 22.80 22.95 21.46 27.79 23.75
L4 10.03 10.08 9.69 20.31 12.53
L5 17.13 19.07 17.64 29.49 20.83
L6 16.78 18.58 17.62 25.78 19.69

Tabela 12: Experimento 2 – tabela comparativa das taxas de erro obtidas.

Classe Resultados na Literatura SAC Redução em (%)
L1 20.18 18.16 10.01
L2 24.13 23.76 1.53
L3 21.46 17.15 20.08
L4 9.69 7.92 18.27
L5 17.13 14.58 14.89
L6 16.78 16.62 0.95

O subproblema classe L6 consumiu 209 horas para obter um resultado superior do que

o já registrado na literatura. Enquanto os demais em 12 horas já apresentavam resultados

significativos.



59

Verifica-se na Tabela 12 que no cenário definido neste experimento, o desempenho foi

registrado superior com os algoritmos recomendados ao ser utilizado o SAC, em compara-

ção com os melhores desempenhos em negrito na Tabela 11. Apresentando uma redução

média de 10,96% sobre a taxa de erro do problema.
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Figura 30: Comparativo das taxas de erro de Tsoumakas et al. (2008) e experimento 2.

5.4 Consolidação dos Resultados SAC

A proposta do SAC é melhorar a qualidade dos classificadores automáticos de áudio.

Para isso ele foi posto a prova com problemas reais que já haviam soluções desenvolvidas

por especialistas, o que aumentou o desafio.

Em seus resultados, o SAC apresentou uma melhoria em 8 de 9 experimentos reali-

zados neste trabalho, mesmo desconhecendo as soluções que já existiam. O que mostra o

potencial de sistemas de buscas automáticas quando aplicadas a esses processos.

A Tabela 13 e a Figura 31 mostram as melhorias alcançadas durante os experimentos.

Tabela 13: Resultados finais: melhorias obtidas.

Problema Taxa de Erro SAC (%) Redução da Taxa de Erro (%)
Experimento 1 - 2 classes 2.98 16.53
Experimento 1 - 4 classes 3.95 22.55
Experimento 1 - 49 classes 26.81 -3.47

Experimento 2 - emoção: surpresa 18.16 10.01
Experimento 2 - emoção: felicidade 23.76 1.53
Experimento 2 - emoção: calma 17.15 20.08

Experimento 2 - emoção: quietude 7.92 18.27
Experimento 2 - emoção: tristeza 14.58 14.89
Experimento 2 - emoção: raiva 16.62 0.95

Média 11.26
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Eram esperados resultados que eventualmente não trouxessem melhorias em compa-

ração a soluções desenvolvidas por especialistas, como os obtidos no experimento 2 para

a classe L6, sistemas de busca estão passiveis a essas situações. Isso só seria evitado

em 100% dos casos se fossem utilizados métodos capazes de sempre encontrar a melhor

solução de todas, o que geralmente não ocorre com problemas com a complexidade e

dimensionalidade dos investigados neste trabalho.

16,53	  

22,55	  

-‐3,47	  

10,01	  

1,53	  

20,08	  
18,27	  

14,89	  

0,95	  

-‐5	  

0	  

5	  

10	  

15	  

20	  

25	  

2	  Classes	   4	  Classes	   49	  Classes	   E2-‐L1	   E2-‐L2	   E2-‐L3	   E2-‐L4	   E2-‐L5	   E2-‐L6	  

Figura 31: Experimento 2 – redução percentual da taxa de erro alcançada o SAC.

5.4.1 Economicidade

Uma discussão importante é sobre a redução de custo financeiro na elaboração de um

classificador automático de som ao se aplicar a busca automática do SAC.

A Daccord Music conta em sua equipe com profissionais com alto nível de capacitação,

incluindo mestres e doutores na área de Ciências da Computação. A manutenção de uma

equipe com essas características geralmente requer uma folha de pagamento elevada.

Segundo informações da equipe de desenvolvimento do Áudio Alerta, na seleção do

algoritmo de aprendizado, treinamento e testes com o sistema que hoje é utilizado e que os

resultados foram trabalhados neste trabalho, foi necessário o empenho de dois cientistas

durante cerca de duas semanas e meia.

Se for contabilizadas seis horas diárias de trabalho, conclui-se que foram necessárias

aproximadamente 75 horas de trabalho contínuo. Se ainda for levado em consideração

que foram dois analistas, obtém-se 150 horas de especialistas que não são facilmente

encontrados no mercado.

Enquanto isso, os resultados dos experimentos deste trabalho levaram, em geral, 12
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horas de processamento, e 152 horas no caso que consumiu mais tempo, onde o pesquisador

só precisou estar presente nas duas horas iniciais, para configuração do SAC, e duas horas

finais para interpretação dos resultados.
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6 Considerações Finais

A classificação automática de sons está presente de várias formas na sociedade, seja

na classificação de músicas (GOLUB, 2000), no reconhecimento de voz (LIPPMANN, 1989),

na classificação do choro de crianças (SAHA et al., 2013) ou na classificação de animais

(LEE et al., 2008), entre outros.

No entanto, foi mostrado neste trabalho que ainda há espaços para melhorias des-

ses sistemas. Enquanto alguns classificadores específicos obtêm índices satisfatórios de

acertos, outros ainda carecem de técnicas e métodos que os façam atingir desempenhos

desejáveis, principalmente, quando se tratam de problemas que envolvam classes muito

próximas umas das outras ou que envolvam grandes quantidades de classes.

As principais técnicas de desenvolvimento de classificadores estão concentradas na

área de Inteligência Artificial, mais precisamente, em Aprendizado de Máquina. Uma re-

visão dos principais conteúdos relacionados foi realizada neste trabalho como as principais

definições e abordagens de algoritmos de classificação.

Os classificadores de áudio são elaborados, geralmente, em três etapas básicas: a

extração de características dos sons a serem classificados; a seleção de características que

melhor representem as classes envolvidas; a definição de algoritmo de classificação para

induzir um classificador.

Existem ferramentas que são utilizadas pela comunidade que trabalha com esse tipo

de problema. Porém, nota-se a ausência de ferramentas ou orientações que auxiliem os

desenvolvedores na seleção do algoritmo de classificação a ser utilizado pelo classificador.

Eles acabam realizando uma busca manual com ferramentas, como Weka, RapidMiner,

Torch ou PyBrain, que permitem a seleção de algoritmos de classificação e seus respectivos

parâmetros para induzir um classificador dado uma base de dados.

Nesse cenário, este trabalho propôs o SAC: Search for Audio Classification que

em vez dessa busca manual, realizada pelos desenvolvedores de classificadores de som,

realiza uma busca automática. Em particular, foi adotado como busca o método SMAC
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que já era utilizado na literatura para otimização de parâmetros.

Essa proposta foi testada em sete ensaios divididos em dois grupos de experimentos

com dados reais: a classificação de disparos de arma de fogo em ambientes públicos e a

classificação de emoções nas músicas.

O SAC apresentou melhorias em 8 dos 9 ensaios, mesmo concorrendo com soluções

desenvolvidas por especialistas. Ao final, os resultados mostraram uma redução média de

cerca de 11,26% da taxa de erro.

Em particular, em comparação com os resultados do Áudio Alerta já existentes, o

SAC apresentou resultados em menos tempo e consequentemente com um custo finan-

ceiro inferior ao investido pela Daccord Music nesse processo específico. Principalmente

se destacado as características da equipe de especialistas envolvidos, e seu custo de ma-

nutenção.

O desejo era de poder afirmar que a proposta de solução seria capaz de melhorar

todo tipo de classificador de áudio. Contudo, essa solução carece de experimentos mais

aprofundados que não foram possíveis de realizar no momento por limitações de tempo.

Mas as ferramentas e técnicas utilizadas ficam para que pesquisadores interessados possam

dar continuidade a essa linha de investigação.

A conclusão que se pode tirar é que o SAC, uma alternativa sistêmica, aberta e

econômica, auxilia no processo de seleção do algoritmo de classificação e seus respectivos

parâmetros para serem aplicados a problemas de classificação automática de áudio. Prin-

cipalmente, em situações em que não se pode contar com a ajuda de um especialista da

área, ou quando se tem pouco tempo para definir uma solução, ou ainda quando se quer

validar uma solução existente.

6.1 Perspectivas Futuras

Os resultados obtidos neste trabalho são indícios que o emprego de uma busca auto-

mática para seleção de algoritmos de classificação e seus parâmetros pode trazer benefícios

para os classificadores automáticos de áudio e talvez também para os classificadores au-

tomáticos de forma geral.

No entanto, essas afirmações ainda carecem de estudos mais aprofundados, que ana-

lisem o comportamento da proposta em diferentes cenários, por exemplo:

• variações no tipo de busca utilizada além do SMAC, como heurísticas, algoritmos
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genéticos, simulated annealing, etc;

• diversificação nos tipos de dados, classes e tamanho da base;

• aplicações a problemas de regressão;

É possível ainda que sistemas, como Weka, RapidMiner, Torch e PyBrain absorvam

conceitos apresentados neste trabalho, aumentando a eficiência e a utilidade dessas ferra-

mentas.

Para auxiliar nessa continuidade, todas os recursos utilizados neste trabalho ficarão

disponíveis para novas pesquisas de interesse da comunidade científica.
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ANEXO A -- Sequential Model-Based
Algorithm Configuration
(SMAC) - Transcrição parcial de
Hutter et al. (2013b)

SMAC foi projetado para agir sobre funções blackbox que surgem na otimização de

parâmetros em algoritmos. Formalmente, o problema de configuração de um algoritmo

(CA) resolvido por SMAC pode ser declarado como: um algoritmo parametrizado A com

espaço de configuração Θ, uma distribuição de D casos problemas, e um desempenho

m(θ, π) que captura a performance de A com os parâmetros θ ∈ Θ para a instância

π ∼ D. Seja f(θ) = Eπ∼D[m(θ, π)] observa-se o desempenho estimado de A dado os

parâmetros θ ∈ Θ(onde a expectativa é de mais instâncias π tiradas de D; no caso dos

algoritmos randomizados, seria também sobre sequências aleatórias). O problema é então

de encontrar uma parametrização θ de A que minimiza f(θ).

SMAC está baseado no método estatístico sequential model-based optimization (SMBO)

(JONES et al., 1998; MOCKUS et al., 1978) de funções custo. Para minimizar funções

f : Θ → R que não têm uma uma única forma de representação, são caras de ava-

liar, e não permitem a computação de gradientes, SMBO primeiro reúne dados iniciais e

então realiza os seguintes passos:

1. com base nos dados coletados até então, construir um modelo que prevê uma dis-

tribuição de probabilidade para o valor de f em pontos arbitrários θ ∈ Θ;

2. usar o modelo para quantificar a conveniência d(θ) de aprender f(θ) para cada θ ∈ Θ

e selecionar θ ∈ arg maxθ∈Θ d(θ); e

3. avaliar f(θ), resultando em um novo ponto 〈θ, f(θ)〉.

A função de conveniência d serve para abordar a exploração/tradeoff entre a apren-

dizagem sobre peças novas, desconhecidas do espaço de parâmetros e intensificar a busca
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localmente na região mais conhecida. SMAC usa uma função de conveniência clássica que

avalia cada configuração θ pela sua esperada melhoria positiva E[I(θ)] = E[max{0, fmin−
f(θ)}] sobre o menor valor da função fmin visto até o momento, onde a expectativa é

tomada com relação ao modelo onde a expectativa é feita em relação ao modelo predi-

ções e pode ser calculado de forma fechada dado um modelo preditivo com distribuição

Gaussiana N (µθ, σ
2
σ)(ver fórmula exata em Jones et al. (1998)).

No desenvolvimento de SMAC, estendeu-se abordagens SMBO existentes de vários

modos a fim de obter um processo aplicável ao problema prático da configuração de

algoritmos. Especificamente, desenvolveu-se mecanismos para manusear:

• espaços de parâmetros discretos e condicionais (HUTTER et al., 2011) (permitindo a

otimização dos parâmetros do algoritmo categóricos e os parâmetros entre os quais

existem dependências);

• substancial, o ruído não Gaussiano (HUTTER et al., 2009) (devido à variação na

distribuição do tempo de execução do algoritmo sobre casos de problemas e de

vários ensaios independentes sobre a mesma instância);

• avaliações da função parcialmente censuradas (HUTTER et al., 2013a) (devido ao

algoritmo encerrado prematuramente é executado);

• um custo no tempo total disponível para a configuração do algoritmo, e não no

número de avaliações da função (HUTTER et al., 2010), e

• otimização distribuídos em clusters de computadores (HUTTER et al., 2012).

Por padrão, SMAC usa modelos de florestas aleatórias (FA) em vez do processo de

Gauss mais comumente utilizados, porque os modelos FA melhoraram o desempenho em

otimização discreta e são relativamente fáceis de serem adaptados para acomodar dados

censurados e parâmetros condicionais.

Na sua variante padrão, SMAC usa múltiplos inícios, um procedimento de busca local

relativamente barato, a fim de otimizar E[I(θ)] sobre θ ∈ Θ.
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